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STRESZCZENIE. W pracy wykorzystano dwa algorytmy uczenia maszynowego do okreslenia
zwigzkow miedzy sktadem betonu modyfikowanego popiotami ze spalania wegla kamiennego
i brunatnego, a trwatoscig na agresywne oddziatywanie $rodowiska. Do okres$lenia
przenikalnosci chlorkéw w betonie uzyto przyspieszonej metody migracji ujetej w Nordtest
Method NT Build 492. Do okreslenia odpornosci betonu na powierzchniowe tuszczenie
zastosowano zgodng z normg szwedzkg metode Boras. W obu przypadkach zgromadzone
dane doswiadczalne wykorzystano jako zbiory uczace, na podstawie ktoérych wygenerowano
reguty. Reguty wygenerowane za pomocg algorytmu AQ21 oraz algorytmu J48 z systemu
WEKA pozwalajg na zakwalifikowanie betonéw zwyklych oraz betonéw, w ktérych czesc
cementu zostata zastgpiona popiotami fluidalnymi z wegla kamiennego lub brunatnego, do
grupy betonéw o dobrej lub dostatecznej odpornosci na wnikanie chlorkéw oraz odpornych
i nieodpornych na powierzchniowe tuszczenie, spowodowane cyklicznym zamrazaniem i od-
mrazananiem.

1. WPROWADZENIE

Z powodu duzej rozmaito$ci sktadnikow wspotczesnych kompozytow cementowych,
stosowanych jednoczesnie i w réznych ilo$ciach, zwiazki miedzy tymi sktadnikami
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oraz trwato$cig materialdow wykraczaja poza mozliwosci prostego opisu inzynierskie-
g0. Znane i tworzone modele materiatow ujmujq wspomniane zwiazki na ogét w for-
mie empirycznej, ograniczonej do przetestowanego zestawu materialow, przy
intuicyjnym wyborze czynnikéw dominujacych. Na przyktad: analizujac wptyw do-
datkoéw popiotowych na wytrzymatos¢ czy trwato$¢ betonu pomija si¢ na ogdt wptyw
zmiennej konsystencji mieszanki lub zmiennej zawarto$ci domieszek uplastycz-
niajacych, przyjmujac, ze jest pomijalnie maty. Zagadnienie komplikuje si¢ w przy-
padku wielu parametréow sktadu (r6znych wilasciwosci cementu i jego zawartosci,
réznych wlasciwosci i zawarto$ci domieszek chemicznych, wtokien, ziaren kruszy-
wa), warunkow wykonania i pielggnacji, a takze agresywnych oddziatywan $rodowi-
skowych. Sformutowanie modelu empirycznego w takiej wielowymiarowej
przestrzeni parametrow sktadu i wlasciwosci kompozytu jest zbyt skomplikowane. W
takiej sytuacji do obiektywnego rozpoznania zwiazkéw migdzy sktadem a wiasciwo-
sciami kompozytu mozna wykorzysta¢ metody komputerowe, zwane metodami
sztucznej inteligencji.

Stosowanie metod sztucznej inteligencji, takich jak metody sztucznych sieci neurono-
wych czy metody uczenia maszynowego wymagaja przygotowania odpowiednich
baz danych. Bazg¢ danych stanowi wyselekcjonowany i uporzadkowany zestaw infor-
macji na temat materiatu, technologii, eksploatacji tego materialu, jego cech i
wiasciwosci. Bazg¢ danych mozna przedstawi¢ jako macierz ztozona z wierszy
i kolumn, ktére wypetniaja nie tylko liczby, ale takze charakterystyki jako$ciowe, na-
zwy, zmienne boolowskie itp. Dane mogg by¢ uzyskiwane na podstawie opracowan i
raportow z laboratoriow polskich oraz zagranicznych, jak rowniez z artykutéw w cza-
sopismach. Istotne jest odpowiednie okreslenie struktury baz danych oraz analiza da-
nych eksperymentalnych. Wyj$ciowym problemem jest uzgodnienie jednolitej formy
rejestracji i przekazywania danych.

Dane o kompozycie sktadaja si¢ z danych wejsciowych, stanowiacych informacje o
tym co wiadomo o danym materiale i jego wykonaniu, (input), oraz dane wyjsciowe,
(output), dotyczace cech, wlasciwosci, ktore moga by¢ przedmiotem analizy, predyk-
cji, itd. W poszczeg6lnych zadaniach rozpoznawania wiedzy te same wielkosci moga
wystgpowac w odmienne;j roli. Na przyktad 28-dniowa wytrzymato$¢ na Sciskanie be-
tonu moze by¢ zmienna rozpoznawang (ang. output), przy predykcji na podstawie
wiedzy o sktadzie mieszanki, lub tez moze by¢ zmienng wejSciowa (ang. input), np.
przy przewidywaniu trwato$ci betonu.

Wspomniane sztuczne sieci neuronowe (SSN, SN, ANNS —ang. Artificial Neural Ne-
tworks), opracowane jako programy komputerowe, sa uktadami stuzacymi do prze-
ksztatcania danych liczbowych w sposob, ktory jest wzorowany na funkcjonowaniu
komorek nerwowych w moézgu. Sztuczne sieci neuronowe realizuja rozmaite algoryt-
my uczenia, przy ktorych stany pamigci uktadu, tak zwane wagi, ulegaja adaptacji od-
powiednio do naptywajacych informacji. Dostarczane informacje musza wstgpnie
zosta¢ przeksztalcone do postaci numerycznej (na przyktad przez przypisanie kolej-
nych liczb rozmaitych stosowanym rodzajom cementu). Cecha wyrdzniajaca sztucz-
ne sieci neuronowe jest specyficzne odtwarzanie zaleznosci pomigdzy informacja
wejsciowa a informacja wyjsciowa.
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Sieci SSN r6znig si¢ w istotny sposob od konwencjonalnych programéw komputero-
wych, ktére mozna okresli¢ jako sekwencyjne. W programie sekwencyjnym nalezy
przewidzie¢ wszystkie ewentualnosci na jakie program ma reagowacé. Sieci neurono-
we stanowia wygodna i tania propozycj¢ wieloprocesorowego systemu o bardzo wie-
lu elementach przetwarzajacych rownolegle dostarczane informacje. W sieciach
neuronowych ostateczny sposob dziatania programu ustala si¢ dopiero w wyniku pro-
cesu nauczania. Sie¢ zapamigtuje dostarczane informacje w sposéb podobny do
uktadu biologicznego. Kazdy neuron dysponuje pewna wewngtrzna pamigcia, repre-
zentowang przez aktualne wartosci wag, oraz pewnymi mozliwos$ciami przetwarzania
wejsciowych sygnatéw w sygnal wyjéciowy. Z tak zdefiniowanych neuronéw kon-
struowana jest sie¢ neuronowa. Struktura sieci powstaje w ten sposob, ze wyjscia jed-
nych neurondéw laczy si¢ (wedtug wybranego schematu) z wej$ciami innych tworzac
Tacznie system zdolny do réwnoleglego przetwarzania roznych informacji. Charakte-
rystyka sieci neuronowej zalezy w znacznym stopniu od sposobu potaczenia neuro-
néw, czyli tzw. architektury sieci.

W dziataniu sieci neuronowej mozna wyodrebni¢ etap nauki, kiedy sie¢ gromadzi in-
formacje potrzebne jej do okreslenia, co 1 jak ma robi¢, oraz etap normalnego
dziatania podczas, ktorego opierajac si¢ o zdobyta wiedzg sie¢ rozwiazuje konkretne
zadania.
Ilustracja wykorzystania sztucznych sieci neuronowych do predykcji kompozytow
betonopodobnych modyfikowanych pytami krzemionkowymi jest przedstawione w
pracy [1] prognozowanie wytrzymatoséci 28 dniowego betonu na $ciskanie. Predykcje
ta dokonano za pomoca trzech nastepujacych programéw sztucznych sieci neurono-
wych:
 programu Beton uzyskanego za pomoca implementacji sieci FuzzyARTMAP
(2],
+ programu ssn6 opartego na koncepcji wstecznej propagacji biedu czyli sieci
typu BP [3 - 4],
« programu aiNet, ktory bazuje na systemie samoorganizujacym si¢ (ang. self or-
ganizing system) i jest zblizony do metody najblizszych sasiadow [5].
Analizowana baza danych, stanowiaca zbidr uczacy, sktada si¢ z 788 rekordow za-
wierajacych dane o warto$ciach 6 atrybutéw wejsciowych:

C - zawarto$¢ cementu [kg/m’],
W - zawarto$¢ wody [kg/m’],

Su
SF
FA - zawarto$¢ kruszywa drobnego [kg/m*],

zawarto$¢ superplastyfikatora [kg/m?],

zawarto$¢ pytow krzemionkowych [kg/m’],

CA - zawartos$¢ kruszywa grubego [kg/m’],
oraz jednego atrybutu wyj$ciowego:

fc28 — wytrzymatos$¢ 28 dniowa betonu na $ciskanie [MPa].
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Predykcj¢ wytrzymatos$ci betonu przeprowadzono na zbiorze danych sktadajacych sig
z 25 rekordow, ktore dotyczyly reprezentatywnych mieszanek wybranych sposrod 40
wykonanych w IPPT PAN w latach 2000 - 2004 i oznaczonych na osi odcigtych nu-
merami od 2001 do 2040. Na rysunku 1 zestawiono wyniki predykeji wytrzymatosci
przy zastosowaniu programow Beton, ssn6 i aiNet oraz warto$ci pomierzone na kost-

kach150x150x150 mm.
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Rys. 1. Zestawienie wynikow predykcji wytrzymatosci uzyskanych przy zastosowaniu trzech
réznych sieci neuronowych. Linig pogrubiong zaznaczono wytrzymatosc¢ rzeczywistg

Fig. 1. Predicted values of the strength, obtained by three types of neural networks.

The thick line denotes the measured strength

Dokonujac zestawienia wynikow predykcji zastosowanych programoéw i wytrzy-
mato$ci rzeczywistej obliczono wielkosci §rednich bledow, ktore w programie Beton
wynosi 21%, w programie ssn6 20% i w programie aiNet 18%.

Sieci neuronowe przetwarzaja liczby, w ktorych staraja si¢ wykry¢ struktury stano-
wiace podstawe do podzniejszego rozpoznawania innych podobnych danych. Ponadto,
sieci neuronowe funkcjonuja na danych kompletnych, w ktorych wystepuja wszystkie
wartosci atrybutow, a dane sa liczbami rzeczywistymi. W przypadku, gdy wartosci
niektorych atrybutow nie sa okreslone, to musza by¢ uzupetnione albo tez trzeba po
prostu z tych rekordéw zrezygnowac.

2. METODY UCZENIA MASZYNOWEGO

Algorytmy z zakresu uczenia maszynowego podobnie jak sieci neuronowe naleza do
kategorii uktadéw uczacych sig. Celem algorytmow uczenia maszynowego jest eks-
ploracja danych tzn. wydobywanie informacji ukrytej w dostarczonym lub zgroma-
dzonym zbiorze danych. Zbior danych jest przedstawiany jako tzw. baza danych, tzn.
zbidr rekordow nazwanych takze przyktadami lub przypadkami opisanych za pomoca
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ustalonego zestawu atrybutow. Odkrywanie regularnos$ci w danych, polegajace na ge-
nerowaniu, na podstawie analizy dostarczonych danych trenujacych, hipotezy, ktora
stanowi ogolny opis wystepujacych w tych danych zaleznosci jest uczeniem induk-
cyjnym, Scisle opartym na przyktadach [6]. Wygenerowana hipoteza moze z kolei by¢
stosowana do wnioskowania dedukcyjnego w odniesieniu do nowych danych celem
ich weryfikacji.

Jednym z najczes$ciej rozwiazywanych problemow metodami uczenia maszynowego
jest zagadnienie klasyfikacji. W takim przypadku wybrany atrybut reprezentuje klase,
a metody odkrywania wiedzy stuza poszukiwaniu zalezno$ci pozwalajacych na okre-
$lenie przynaleznos$ci przyktadéw do konkretnej klasy na podstawie pozostatych atry-
butow np. okreslenie odpornosci betonu na agresywne oddziatywanie jonow
chlorkowych na podstawie atrybutéw opisujacych sktad i wiasciwosci betonu. W zale-
znosci od tego, w jaki sposob algorytm uczenia maszynowego odkrywa wspomniane
zalezno$ci mozna wyr6zni¢ algorytmy oparte o tworzenie drzew decyzyjnych (np. al-
gorytm C4.5) badz regut decyzyjnych (rodzina algorytmow AQ). Niezaleznie od spo-
sobu dziatania metod odkrywania wiedzy, ich wspolng cechg jest tworzenie hipotez.

Wygenerowana na podstawie zbioru uczacego hipoteza, w postaci np. drzewa decy-
zyjnego lub zbioru regut okreslana jako klasyfikator, powinna dobrze przyblizaé kla-
syfikacje spoza tego zbioru. Wygenerowany klasyfikator mozna oceni¢ za pomoca
roznych kryteridéw, miedzy innymi trafno$ci klasyfikowania, ztozonos$ci obliczenio-
wej algorytmow, wymogow co do minimalnej liczby przyktadow niezbednych do ak-
ceptowalnego przyblizenia klasyfikatora.

W przypadku klasyfikatorow ocena tratnosci klasyfikowania jest podstawowym na-
rzedziem weryfikacji. Ocena trafnosci klasyfikowania przeprowadzana jest na zbio-
rze przyktadow testowych, roznych od przyktadow trenujacych, za pomoca
klasyfikatora wygenerowanego na podstawie danych uczacych. Dla przyktadow te-
stowych znana jest ich rzeczywista przynalezno$¢ do klas. Pozwala to na poré6wnanie
klasy uzyskanej w wyniku dziatania klasyfikatora z rzeczywista i stwierdzenie, czy
klasyfikacja danego przyktadu jest poprawna czy bl¢dna. Miara trafnosci klasyfiko-
wania jest doktadnos¢ klasyfikacji (ang. classification accuracy), ktdra jest stosun-
kiem liczby poprawnie sklasyfikowanych przyktadow testowych do wszystkich
przyktadow testowych. Miara ta wyrazona jest w procentach. Im wigksza wartos¢
doktadnosci klasyfikacji tym skuteczniejszy jest klasyfikator. Na bardziej wszech-
stronna analiz¢ pomylek w przynaleznosci do r6znych klas przyktadow testowych po-
zwala tzw. macierz pomylek, inaczej niezgodnos$ci (ang. confusion matrix). Jest to
macierz kwadratowa, w ktorej wiersze odpowiadajg rzeczywistym, a kolumny pro-
gnozowanym klasom, tzn. na przecigciu i-tego wiersza i j-tej kolumny wystepuje licz-
ba przyktadow testujacych nalezacych do rzeczywistej i-tej klasy a zakwalifikowanej
przez klasyfikator do j-tej klasy. Na podstawie macierzy niezgodno$ci mozna okresli¢
doktadnos¢ klasyfikacji jako stosunek sumy liczb na przekatnej (suma liczb przypisa-
nych i-temu wierszowi i i-tej kolumnie przy i =1, ... , m, gdzie m liczba klas), ktore sa
przyktadami poprawnie zaklasyfikowanymi do liczby wszystkich przyktadow testo-
wych.
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W przypadku, gdy systemowi uczacemu dostarczony zostanie tylko jeden zbior
przyktadow, nalezy podzieli¢ ten zbior w sposob losowy na czg$¢ uczaca i testujaca.
Typowy podzial to 2/3 przyktadow — cz¢s$¢ uczaca, a 1/3 to czes¢ testujaca. Jednakze
najczesciej stosowana technika podziatu jest k-krotna walidacja wskrosna, inaczej
ocena krzyzowa (ang. k-fold cross validation), ktora dzieli losowo caty zbidr
przyktadow na kréwnolicznych podzbiorowU =E| U...UE, [3]. W kazdej i-tej itera-
cji zbidr E, jest zbiorem testowym, a zbior U \E jest zblorem uczacym. Trafnos¢
klasyfikowania jest wyliczana jako warto$§¢ srednia z doktadnosci klasyfikowania
w kazdej iteracji.

Aby zilustrowac w jaki sposob algorytm uczenia maszynowego odkrywa zalezno$ci
pozwalajace okresli¢ przynalezno$¢ do konkretnej klasy na podstawie dostarczonych
atrybutow, dokonano okreslenia odpornos$ci betonu na agresywne oddzialywanie jo-
néw chlorkowych oraz mrozu i soli odladzajacej wykorzystujac atrybuty opisujace
sktad i wlasciwosci betonu. W tym celu zastosowano:

e program uczenia maszynowego AQ21 [7], ktory jest najnowszym przedstawi-
cielem rodziny systemow AQ.

Celem wnioskowania w programie AQ21 jest wyznaczenie hipotez indukcyj-
nych wyrazonych w postaci jak najbardziej zrozumialej dla cztowieka, najbliz-
szej jezykowi naturalnemu. Algorytm AQ, podobnie jak wigkszo$¢ algorytmow
uczenia si¢ regul, jest oparty na prostym schemacie sekwencyjnego pokrywa-
nia. A zatem polega on na kolejnym generowaniu regut, az do momentu pokry-
cia catego (czasami prawie catego) zbioru przyktaddéw trenujacych. W tym celu
ze zbioru niepokrytych dotychczas przyktadow wybierany jest jeden, dla ktore-
go poszukiwana jest regula ktora jednoczesnie pokrywa jak najwigce]
przyktadow z tej samej klasy (tzw. przyktady pozytywne) nie pokrywajaca
przyktadow z innych klas (tzw. przyktady negatywne),

« algorytm J48, udostepniony w systemie WEKA.

System Weka [8] jest zbiorem bardzo wielu algorytmow z zakresu uczenia ma-
szyn. Zostal opracowany przez zespot programistow z Uniwersytetu Waikato
w Nowej Zelandii. Wykorzystany algorytm J48 jest implementacja ostatniej pu-
blicznie dostgpnej wersji algorytmu indukcji drzew decyzyjnych C4.5. Algo-
rytm indukcji drzew decyzyjnych oparty jest na schemacie zstgpujacego
konstruowania drzewa [3], [8]. Zasadniczym problemem jest wybor atrybutu do
zbudowania testu, na podstawie ktorego nastapi w wezle podziat zbioru
przyktadéw. Dobrym testem jest ten, ktorego uzycie w wezle powoduje skroce-
nie Sciezki prowadzacej przez ten wezet do lisci wskazujacych klase decyzyjna.
Z wygenerowanego przez algorytm J48 drzewa decyzyjnego dos¢ fatwo mozna
przejs¢ do regul.
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3. GENEROWANIE REGUL. OKRESLAJACYCH ODPORNOSC
BETONU MODYFIKOWANEGO POPIOLAMI FLUIDALNYMI
NA PRZENIKANIE CHLORKOW

3.1. ODPORNOSC BETONU NA PRZENIKANIE CHLORKOW PO
28 DNIACH

W celu okreslenia regut opisujacych odpornos¢ betonu na przenikanie chlorkow wy-
korzystano wybrane atrybuty dotyczace sktadu, zawarto$ci powietrza w mieszance,
wytrzymatos$ci na $ciskanie po 28 dniach oraz wspdtczynnika migracji chlorkow po
28 dniach dojrzewania betondw trzech serii, w ktorych 15% i 30% cementu lub 20%
140% w ostatniej serii byto zastapione popiotem fluidalnym.

Do okreslenia przenikalnosci chlorkow w betonie uzyto przyspieszona metodg migra-
cji ujeta w Nordtest Method NT Build 492 [9]. Wspodtczynnik migracji chlorkow
w betonach okreslany byt przy nieustalonym przeptywie strumienia chlorkow. Przy-
jeto nastgpujace kryteria oceny wspotczynnika migracji chlorkow w betonie zapropo-
nowane przez L. Tanga [10] (tabl. 1).

Tablica 1. Ocena odpornosci betonu na wnikanie chlorkéw
Table 1. Estimation of concrete resistance to chloride penetration

Wspotezynnik migracji Odporno$¢ na wnikanie chlorkow
<2-10"% m?¥s bardzo dobra
2-10"+8-10"% m%s dobra
810" +16-10" m%s dopuszczalna
>16 -10"* m%/s niedopuszczalna

Na podstawie kryterium Tanga dokonano oceny odpornos$ci betonu na przenikanie
chlorkow po 28 dniach w zalezno$ci od wartosci wspotczynnika migracji chlorkow,
[11]. W tablicy 2 przedstawiono zgromadzona bazg danych sktadajaca si¢ z si¢ z 15
rekordow, zawierajaca 6 atrybutow numerycznych i jeden atrybut nominalny. Przyje-
to nastgpujace oznaczenia:

Cl - zawarto$¢ cementu [kg/m’],

pfT - zawarto$¢ fluidalnego popiotu lotnego z wegla brunatnego (z Turowa)
[kg/m’],

pfK - zawarto$¢ fluidalnego popiotu lotnego z wegla kamiennego (z Katowic)
[kg/m’],

W — ilo$¢ wody [kg/m’],
A _fr — zawarto$¢ powietrza w mieszance betonowej [%],

fc28 — wytrzymato$¢ 28 dniowa betonu na $ciskanie [MPal].
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Ostatni atrybut jest atrybutem nominalnym przyjetym jako klasa dwuwarto$ciowa
(dobra, dopuszczalna). W rozpatrywanej bazie danych do klasy [odporno$¢ na przeni-
kanie chlorkow — dobra] nalezy 9 przyktadéw, a do klasy [odporno$¢ na przenikanie
chlorkéw — dopuszczalna] nalezy 6 przyktadow.

Tablica 2. Baza danych
Table 2. The database

Cl pfT K w A _fr fc28 | Odpornos¢ na przenikanie chlorkow
360 0 0 162 2,1 55,0 dopuszczalna
306 0 54 162 1,8 56,2 dopuszczalna
252 0 108 162 1,3 51,6 dobra
306 54 0 162 1,6 60,3 dobra
252 108 0 162 1,6 58,7 dobra
380 0 0 171 6,2 46,3 dopuszczalna
323 0 57 171 6,8 47,2 dobra
266 0 114 171 5,8 46,8 dobra
323 57 0 171 6,6 45,3 dopuszczalna
266 114 0 171 6,2 46,3 dopuszczalna
406 0 0 175 49 22,7 dopuszczalna
290 73 0 151 6,9 21,0 dobra
217 145 0 150 7,8 26,1 dobra
323 0 81 167 4,6 38,3 dobra
244 0 162 157 4,6 43,0 dobra

Celem poszukiwan jest wygenerowanie regut, ktore na podstawie dostgpnych atrybu-
tow pozwalalyby okresli¢ odpornos¢ betonu na przenikanie jonow chlorkowych.
W tym celu wykorzystano algorytm J48. Jako zbidr uczacy przyjeto wszystkie
przyktady zgromadzone w bazie danych. Drzewo decyzyjne wygenerowane przez al-
gorytm J48 przedstawione jest na rysunku 2, gdzie pierwsza liczba w nawiasie okresla
liczbg przyktadow ze zbioru uczacego pokrytych przez dang regule, a druga po znaku
»/” wskazuje liczbg niepoprawnie zakwalifikowanych przyktadéw do tej klasy, czyli
przyktady negatywne. Jesli zatem wystepuje tylko jedna liczba to okresla ona liczbe
przyktadéw poprawnie zakwalifikowanych do tej klasy czyli przyktady pozytywne.

Na podstawie otrzymanego drzewa decyzyjnego tatwo mozna uzyskac reguty naste-
pujacej postaci:

[Odporno$¢ na przenikanie chlorkéw — dobra]

regutal [C1 <323]i [pfK <541 [W<162],

reguta2 [C1 <323]1 [pfK > 54],

[Odporno$¢ na przenikanie chlorkéw — dopuszczalna]

regutal [C1 <323]i [pfK < 54]i [W> 162],
reguta2 [C1 > 323].
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Rys. 2. Drzewo decyzyjne wygenerowane przez algorytm J48 okreslajgce odpornosé betonu
na przenikanie chlorkéw po 28 dniach

Fig. 2. The decision tree generated by J48 algorithm describing the resistance of concrete

to chloride penetration after 28 days of curing

Oszacowujac wygenerowane reguty na zbiorze testowym pokrywajacym sig ze zbio-
rem uczacym otrzymano nhast¢pujacg macierz niezgodno$ci:

Dobra Dopuszczalna
Dobra 9 0
Dopuszczalna 1 5

z ktérej wynika, ze jeden przyktad z klasy dopuszczalnej jest btednie klasyfikowany
do klasy dobrej, pozostate 14 przyktadow jest klasyfikowanych poprawnie, czyli
doktadnos¢ klasyfikacji wynosi 93,3%.

Wiasciwa ocena jakosci klasyfikatora wymaga jednak, aby zostat on przetestowany
na innym zbiorze danych niz dane uczace — tzw. zbiorze testowym. Jesli nie dysponu-
jemy zbiorem testowym wtedy najczesciej do oceny trafnosci klasyfikacji stosowana
jest technika & - krotnej walidacji wskros$nej. Gdy baza danych sktada si¢ z mate;j licz-
by przyktadow (mniej niz 100), wskazane jest stosowanie & - krotnej walidacji wskro-
$nej, w ktorej liczba iteracji jest rowna liczbie przyktadow. Zatem przyjmujac k= 15
otrzymano doktadnos¢ klasyfikacji wynoszaca 60%, a macierz niezgodnos$ci przyj-
muje nastepujaca postaé:

Dobra Dopuszczalna
Dobra 7 2

Dopuszczalna 4 2
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3.2. ODPORNOSC BETONU NA PRZENIKANIE CHLORKOW
PO 90 DNIACH

W celu okreslenia regut opisujacych odporno$¢ betonu na przenikanie chlorkéw po 90
dniach zastosowano program AQ21 i wykorzystano baz¢ danych analogiczna do bazy
przedstawionej w tablicy 2. Pierwsze 5 atrybutow numerycznych jest takich samych
jak w tablicy 1, ostatni atrybut numeryczny fc90 okres$la wytrzymato$¢ betonu na $ci-
skanie po 90 dniach. W zamieszczonej bazie danych do klasy [odporno$¢ na przenika-
nie chlorkow — dobra] nalezy 12 przyktaddéw, a do klasy [odpornos$¢ na przenikanie
chlorkéw — dopuszczalna] naleza 3 przyktady (tabl. 3).

Tablica 3. Baza danych
Table 3. The database

Cl pfT pK w A fr fc90 | Odpornos¢ na przenikanie chlorkow
360 0 0 162 2,1 70,0 dopuszczalna
306 0 54 162 1,8 64,3 dobra
252 0 108 162 1,3 61,0 dobra
306 54 0 162 1,6 70,4 dobra
252 108 0 162 1,6 66,3 dobra
380 0 0 171 6,2 49,8 dopuszczalna
323 0 57 171 6,8 48,4 dobra
266 0 114 171 5,8 56,4 dobra
323 57 0 171 6,6 50,1 dobra
266 114 0 171 6,2 47,7 dobra
406 0 0 175 49 26,3 dopuszczalna
290 73 0 151 6,9 23,3 dobra
217 145 0 150 7,8 25,3 dobra
323 0 81 167 4,6 41,8 dobra
244 0 162 157 4,6 43,4 dobra

Jako zbidr uczacy przyjeto wszystkie przyktady zgromadzone w bazie. Program
AQ21 wygenerowal nastepujace reguty:

[Odporno$¢ na przenikanie chlorkéw — dobra]

regutal [C1 <341]: p=12,n=0,q=1,
reguta2 [C1 < 351]1 [fc90 <68,15]: p=11,n=0, g = 0,987,

[Odporno$¢ na przenikanie chlorkéw — dopuszczalna]
regutal [C1 >342]: p=3,n=0,g=1,

gdzie: p okresla liczbe rekordow pozytywnych, n liczbg rekordéw negatywnych tzn.
liczbe rekordow spetniajacych tg regule z klasy innej, a ¢ okresla jakos$¢ reguty.
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Powyzsze reguty mozna interpretowaé w nastgpujacy sposob pamigtajac, ze dotycza
one betonow o tacznej warto$ci materialow wiazacych wynoszacej 360, 380 i 406
[kg/m’] (tabl. 3):

[Odporno$¢ na przenikanie chlorkow jest dobra]
JESLI
[C1<341]
LUB
[C1 <£351]1 [fe90 < 68,15]

[Odpornos$¢ jest dopuszczalna]
JESLI
[C1>342].

Wygenerowane reguly zweryfikowane na zbiorze przyktadow uczacych wykazuja
petna poprawnos¢ klasyfikacji przyktadow, co dobrze ilustruje macierz niezgodnosci:

‘ Dobra Dopuszczalna
Dobra 9 0
Dopuszczalna 0 6

Do oceny trafnosci klasyfikacji zastosowano réwniez metodg k-krotnej walidacji
wskrosnej przy k = 15, ktorej wyniki mozna przedstawi¢ w postaci nastgpujacej ma-
cierzy niezgodnosci:

Dobra Dopuszczalna
Dobra 11 1
Dopuszczalna 0 3

Z macierzy niezgodnosci wynika, ze jeden przyktad z klasy dobrej zostat niepra-
widlowo zakwalifikowany do klasy dopuszczalnej natomiast 14 przyktadow jest pra-
widlowo zakwalifikowanych, a zatem doktadnos¢ klasyfikacji wynosi 93,3%.

Z wygenerowanych regul okreslajacych odporno$¢ betonu na przenikanie chlorkow
po 90 dniach wynika, ze do klasy dopuszczalnej naleza betony, w ktorych zawartosé
popiotu fluidalnego w spoiwie jest zerowa. Natomiast do klasy dobrej naleza betony,
w ktorych czg$¢ cementu od 15% do 40% zostala zastapiona popiotem fluidalnym
z wegla kamiennego Ilub z wegla brunatnego.
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4. GENEROWANIE REGUL OKRESLAJACYCH ODPORNOSC
BETONU MODYFIKOWANEGO POPIOLAMI FLUIDALNYMI
NA POWIERZCHNIOWE LUSZCZENIE

Do okreslenia odpornosci betonu na powierzchniowe tuszczenie zgodnie z norma
PKN- CEN/TS 12390-9:2007 nalezy wyznaczy¢ srednie warto$ci masy ztuszczonego
materiatu z gornej powierzchni probek po 28 cyklach m,, i po 56 cyklach m,, zamra-
zania i odmrazania w obecnosci 3% roztworu soli. Na podstawie tych warto$ci mozna
dokona¢ oceny odpornosci betonu na powierzchniowe tuszczenie stosujac szwedzka
normg SS 13 72 44 [12] tzw. metodg Boras. Metoda Boras wyrdznia cztery kategorie
betonow, w zaleznosci od ilo$ci ztuszczonego materiatu oraz od szybkosci postg-
pujacych ztuszczen:

- beton bardzo dobrej jakosci: m. <0]10kg/m?,
- beton dobrej jakosci: m, <020kg/m’

lub m, <050kg/ m? i my /m,, <2,
« beton dopuszczalnej jakosci: m,, <100 kg / m® i mg,/m,, <2,

+ beton niedopuszczalnej jakosci:  m,, >100 kg / m® i m, /m,, >2.

Ze wzgledu na mata liczebnie baze danych, ktora sktada si¢ z 17 rekordéw, wprowa-
dzono tylko dwie klasy odpornosci na tuszczenie powierzchniowe (TAK, NIE). Do
klasy ,,TAK” przyjeto wedtug klasyfikacji metody Boras beton bardzo dobrej, dobrej
i dopuszczalnej jako$ci, natomiast do klasy ,,NIE” przyjeto beton niedopuszczalnej
jakos$ci. W zgromadzonej bazie danych wybrano atrybuty dotyczace czterech serii
betonéw napowietrzonych . W serii pierwszej 15% i 30% masy cementu zastapiono
popiotem fluidalnym z wegla brunatnego i kamiennego, w serii drugiej 20% 1 40% ce-
mentu zastgpiono obydwoma popiotami, w serii trzeciej 20%, 30% i 40% cementu
zastapiono popiotem fluidalnym z wegla kamiennego a w serii ostatniej 30% cementu
zastapione popiotem z wegla brunatnego i kamiennego. Zgromadzona baza danych
zawierajaca 6 atrybutow numerycznych i jeden nominalny przedstawiona jest w tabli-
cy 4. Przyjeto nastgpujace oznaczenia:

Cl - zawarto$¢ cementu [kg/m’],
pfT - zawartos¢ fluidalnego popiotu lotnego z wegla brunatnego [kg/m’],
pfK - zawarto$¢ fluidalnego popiotu lotnego z wegla kamiennego [kg/m?],

wls stosunek wody do spoiwa,

A_hr — zawarto$¢ powietrza w betonie [%],

L — wskaznik rozmieszczenia poréw powietrznych [mm].
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Tablica 4. Baza danych
Table 4. The database

C1 pfT pK wis A _hr L Odpornos¢ na tuszczenie powierzchniowe
380 0 0 0,45 4,46 0,38 TAK
323 0 57 0,45 4,83 0,28 NIE
266 0 114 0,45 4,33 0,35 NIE
323 57 0 0,45 4,70 0,34 NIE
266 | 114 0 0,45 6,88 0,24 NIE
406 0 0 0,42 10,08 0,07 TAK
323 0 81 0,42 5,94 0,12 TAK
290 73 0 0,42 18,41 0,05 TAK
244 0 162 0,42 6,07 0,14 NIE
217 | 145 0 0,42 16,56 0,08 TAK
360 0 0 0,42 6,25 0,13 TAK
288 0 72 0,42 6,25 0,13 NIE
252 0 108 0,42 7,08 0,14 NIE
216 0 144 0,42 6,03 0,18 NIE
354 0 0 0,44 3,70 0,17 TAK
246 0 105 0,44 2,00 0,27 NIE
246 | 105 0 0,44 3,80 0,56 NIE

Atrybuty A_hri L sa parametrami charakteryzujacymi strukturg¢ napowietrzenia beto-
nu. Ostatni atrybut ,,Odpornos$¢ na tuszczenie powierzchniowe” jest atrybutem nomi-
nalnym, przyjetym jako klasa dwuwartosciowa (TAK, NIE). W rozpatrywanej bazie
do klasy [Odporno$¢ na tuszczenie powierzchniowe — TAK] nalezy 7 przyktadéw, a
do klasy [Odporno$¢ na tuszczenie powierzchniowe — NIE] nalezy 10 przyktadow.

Do wygenerowania regut pozwalajacych na podstawie atrybutow okresli¢ odpornos¢
betonu na tuszczenie powierzchniowe wykorzystano algorytm J48, a jako zbidr
uczacy przyjeto rowniez wszystkie przyktady zgromadzone w bazie danych (tabl. 4).
Drzewo decyzyjne wygenerowane przez algorytm J48 przedstawione jest na rysunku
3, gdzie liczba w nawiasie oznacza liczbg przykladéw poprawnie zakwalifikowanych
do tej klasy.

Na podstawie otrzymanego drzewa decyzyjnego tatwo mozna uzyskac reguty naste-
pujacej postaci:

[Odporno$¢ na tuszczenie powierzchniowe — TAK]

regutal [C1 <323]i[L<0,12]: p=3,n=0,

reguta2 [C1 >323 |: p=4,n=0,

[Odporno$¢ na tuszczenie powierzchniowe — NIE]

regutal [C1 <323]i[L>0,12]: p=10,n=0.
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Rys. 3. Drzewo decyzyjne wygenerowane przez algorytm J48 okreslajace odporno$¢ betonu
na tuszczenie powierzchniowe

Fig. 3. The decision tree generated by J48 algorithm describing the surface scaling
resistance of concrete

Regutly weryfikowane na zbiorze przyktadow uczacych wykazuja doktadnos¢ klasy-
fikacji wynoszaca 100%, co przedstawia nastgpujaca macierz niezgodnosci:

O TAK NIE
TAK 7 0
NIE 0 10

Do oceny trafnosci klasyfikacji zostata zastosowana rowniez metoda k-krotnej wali-
dacji wskro$nej przy & = 17 (warto$¢ parametru k pokrywa si¢ z liczba przyktadow),
ktorej wyniki mozna przedstawi¢ w postaci nast¢pujacej macierzy niezgodnos$ci:

TAK NIE
TAK 5 2
NIE 3 7

Doktadnos¢ klasyfikacji wynosi zatem 70,6%.

5. PODSUMOWANIE

W przedstawionym opracowaniu stosujac dwa algorytmy uczenia maszynowego: al-
gorytm AQ21 i algorytm J48 z Pakietu WEKA wygenerowano reguty okreslajace:

 odporno$¢ betonow z dodatkiem popiotow fluidalnych na agresywne od-
dzialywanie chlorkow po 28 1 90 dniach oraz

+ odpornos$¢ betonéw z dodatkiem popiotow fluidalnych na powierzchniowe
luszczenie po 28 i 56 cyklach zamrazania i odmrazania w obecnosci soli.
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Reguly wygenerowane za pomoca programu AQ21 oraz algorytmu J48 z Pakietu
WEKA pozwalaja na zakwalifikowanie betonéw zwyktych oraz betondw, w ktérych
czg$¢ cementu od 15% do 40% zostata zastapiona popiotami fluidalnymi z wegla ka-
miennego lub brunatnego, do grupy betonéw o dobrej lub dostatecznej odpornosci na
wnikanie chlorkow oraz do odpornych i nieodpornych na powierzchniowe tuszcze-
nie. Na podstawie wygenerowanych regul wynika, ze najistotniejszymi atrybutami
pozwalajacymi okresli¢ odpornos¢ betonu na agresywne oddziatywanie chlorkow
okazaty si¢ zawarto$¢ cementu i zawarto$¢ popiotu fluidalnego, natomiast w przypad-
ku odpornosci na powierzchniowe tuszczenie do tych dwoch wymienionych atrybu-
tow dochodzi wskaznik rozmieszczenia poréw powietrznych, ktory jest parametrem
charakteryzujacym struktur¢ napowietrzenia betonu.

Ze wzgledu na mala liczbe probek reguly te maja jedynie zastosowanie do betonow o
zblizonej iloéci materialow wiazacych oraz zblizonym stosunku wodno - spoiwowym.

Niezbedne sa dalsze badania w celu powigkszenia bazy danych. Do uzyskania regut
pozwalajacych na oceng odpornosci na wnikanie chlorkéw jak réwniez odpornos$ci na
powierzchniowe tuszczenie réznych betonow stosowanych w budownictwie niezbed-
ne jest przeprowadzenie badan doswiadczalnych na znacznie wigkszej liczbie probek
wykonanych z betondw o roznej ilosci materiatdow wiazacych, réznym sktadzie kru-
szywa i roznych stosunkach w/s. Wykorzystujac tak rozbudowana bazg¢ mozna wyge-
nerowac reguty pozwalajace na wstepna oceng odpornosci na wnikanie chlorkow jak
réwniez odpornosci na powierzchniowe tuszczenie, bez przeprowadzania czasochton-
nych i kosztownych badan.
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APPLICATION OF MACHINE LEARNING TO DETERMINE
PROPERTIES OF CONCRETES MODIFIED WITH ADDITION
OF COAL ASH

Abstract

In the paper two algorithms of the machine learning are used in order to determine the durability
of concrete modified with circulating fluidized bed combustion (CFBC) ash from hard coal and
from brown coal. The rapid chloride permeability test, according to Nordtest Method BUILD
492, was used for determining the chloride ions penetration in concrete. The frost salt scaling
tests were performed according to the Swedish Standard method SS 137244. In both cases the
performed tests provided databases used as training sets to generate the rules describing the
relations between material composition and durability parameters. The rules generated by
computer programs AQ21 and WEKA using J48 algorithm provided means for adequate
categorization of plain concrete and concrete modified with CFBC fly ash as materials of good
and acceptable resistance to chloride penetration as well as materials resistant or not resistant
to the surface scaling caused by freezing cycles.
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