
STRESZCZENIE. W dziedzinie utrzymania betonowych nawierzchni
lotniskowych wystêpuje wiele z³o¿onych problemów trudnych do
identyfikacji tradycyjnymi metodami diagnostycznymi. Do ich
zrozumienia i rozwi¹zania mog¹ okazaæ siê przydatne sztuczne sieci
neuronowe. W pracy przedstawiono istotê sieci, jak równie¿
zakreœlono obszary mo¿liwych ich zastosowañ do analizy zjawisk
zachodz¹cych w warstwie jezdnej nawierzchni lotniskowej i jej
podbudowie na etapie u¿ytkowania. Przedstawiono koncepcjê
zastosowania tego narzêdzia w prognozowaniu napraw, ustaleniu
przyczyn zaistnia³ych zjawisk oraz prognozy diagnostycznej zwi¹-
zanej z dalszym procesem utrzymania i u¿ytkowania. Celem pracy
by³a aplikacja metody SSN do modelowania procesów utrzy-
maniowych, w tym przewidywania równoœci nawierzchni. Opracowa-
no model neuronowy przeznaczony do oceny równoœci nawierzchni
na podstawie danych uzyskanych z rzeczywistych odcinków na-
wierzchni. Przedstawiono metodykê badawcz¹ i uzyskane wyniki
terenowe. Zaprojektowano strukturê sieci i zweryfikowano uzyskany
model neuronowy. Sformu³owano wniosek dotycz¹cy przydatnoœci
modelowania neuronowego do prognozowania równoœci nawierzch-
ni. Zaproponowana metodyka mo¿e stanowiæ uzupe³nienie w sto-
sowanej diagnostyce nawierzchni.

S£OWA KLUCZOWE: diagnostyka nawierzchni betonowych,
nawierzchnie betonowe, nawierzchnie lotniskowe, równoœæ
nawierzchni, sztuczne sieci neuronowe.

ABSTRACT. Concrete airfield pavement maintenance encom-
passes many complex problems, which are difficult to identify
using traditional diagnostic methods. Artificial neural networks
may prove useful in understanding and solving of such
problems. The article presents the nature of neural networks
and the possible fields of their application in analysis of
processes occurring in airfield surface layers and base layers
during service. The presented concepts include the use of
neural networks in repair prediction, identification of causes of
the observed phenomena and diagnostic predictions for future
maintenance and service. The aim of the work is to apply
artificial neural networks to modeling of maintenance pro-
cesses, including prediction of pavement evenness. A neural
network model was prepared for assessment of pavement
evenness based on data obtained from real pavement sections.
Research methodology and the obtained field results were
described. The structure of the neural network was designed
and verified. Conclusions were formulated regarding suitability
of neural modeling for pavement evenness prediction. The
proposed methodology may complement the methods currently
used in pavement diagnostics.

KEYWORDS: airfield pavements, artificial neural networks,
concrete pavement diagnostics, concrete pavements, pavement
evenness.
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1. WSTÊP
Skuteczne rozwi¹zanie problemów wystêpuj¹cych w procesie
eksploatacji i utrzymania betonowych nawierzchni lotnisko-
wych ju¿ obecnie wymaga wykorzystania metod i narzêdzi
stosowanych w innych dyscyplinach. Dotyczy to problemów,
które s¹ s³abo rozpoznawalne tradycyjnymi metodami, korzy-
staj¹cymi z gotowych i nieskomplikowanych algorytmów.
W rozwi¹zaniu tych problemów – w opracowaniach [1, 2] –
z zakresu tradycyjnej diagnostyki wykorzystywano podejœcie
eksperckie. Zastosowanie systemu eksperckiego jednak jest
doœæ problematyczne, wymaga bowiem bardzo dobrej znajo-
moœci przedmiotu opracowania, a przede wszystkim du¿ej
wiedzy praktycznej, wspartej wyczuciem hierarchii poszcze-
gólnych atrybutów. Konieczna jest w tym przypadku umiejêt-
noœæ przedstawienia ich w jêzyku zrozumia³ym dla stosowa-
nych narzêdzi analitycznych i doœæ d³ugiego okresu testo-
wania. Zasadniczym czynnikiem powodzenia rozwi¹zañ tech-
nicznych zwi¹zanych z wykorzystaniem sieci neuronowych
jest odpowiednio liczna i wiarygodna baza danych wyra¿aj¹ca
istotê rozpatrywanych problemów. Istnieje potrzeba opano-
wania zasad zastosowania pewnych systemów, które nawet
w najprostszej formie mog¹ dzia³aæ na podobieñstwo mózgu
cz³owieka. Warto uzmys³owiæ sobie, ¿e w mózgu ludzkim
znajduje siê 1011 neuronów, które w istocie mog¹ byæ identy-
fikowane jako proste procesory. Pomiêdzy nimi wystêpuje
oko³o 1014 po³¹czeñ, zwanych synapsami. Dlatego biologicz-
na sieæ neuronowa przetwarza informacje równolegle, w prze-
ciwieñstwie do najdoskonalszych komputerów, które przetwa-
rzanie informacji realizuj¹ w sekwencyjnym wykonywaniu
kolejnych czynnoœci zgodnych z odpowiednimi algorytmami.
Ta nadzwyczajna zdolnoœæ ludzkiego umys³u, wyró¿niaj¹cego
siê gromadzeniem, przetwarzaniem i odzyskiwaniem informa-
cji, sk³oni³a McCullocha i Pittsa do opracowania w latach
czterdziestych ubieg³ego wieku matematycznego modelu neu-
ronu [3, 4]. W naszym kraju z tej dziedziny znane s¹ m. in. pra-
ce [5-10]. Dostêpnoœæ ukierunkowanej literatury pozwala na
podanie w niniejszej publikacji jedynie bardzo syntetycznego
przedstawienia proponowanej problematyki. Zgodnie z tytu-
³em niniejszej publikacji, autorzy pragn¹ zwróciæ uwagê na ob-
szar budownictwa komunikacyjnego, ze szczególnym akcen-
tem po³o¿onym na utrzymanie lotniskowych nawierzchni be-
tonowych i mo¿liwoœæ wykorzystania tych sieci do rozwi¹-
zywania wybranych problemów dotycz¹cych tego obszaru.
Jednoczeœnie nale¿y zauwa¿yæ, ¿e w dziedzinie budownictwa
ogólnego – kubaturowego – zakres wykorzystania sztucznych
sieci neuronowych (SSN) jest ju¿ znaczny. Sieci neuronowe
znalaz³y zastosowanie do analizy zagadnieñ z obszaru miêdzy
innymi: fizyki i dynamiki budowli, mechaniki konstrukcji
i materia³ów. W zakresie wykorzystania modelowania SSN do

1. INTRODUCTION
Effective solution of problems encountered during the use
and maintenance of concrete airfield pavements may re-
quire application of methods and tools from other disci-
plines. This is the case for problems that are difficult to
describe using traditional methods, which apply existing
and simple algorithms. The elements of traditional pave-
ment diagnostics adopted to solution of such complex
problems in papers [1, 2] included the use of expert assess-
ment. However, application of an expertise-based system
is relatively problematic, as it requires very good knowl-
edge of the subject, vast practical experience and a sense
of hierarchy of relevant attributes. In this case it is neces-
sary to represent the attributes in a manner comprehensi-
ble for the analytical tools and allow a considerable period
of time for testing. In technical solutions based on neural
networks, the essential factor is the use of a sufficiently
large and reliable database, reflecting the nature of the an-
alyzed problems. It is necessary to learn how to apply cer-
tain systems that even in their simplest form may resemble
the functioning of human brain. It is noteworthy that hu-
man brain contains 1011 neurons, which may be seen as
simple processors. They are connected by 1014 links,
known as synapses. Therefore, a biological neural net-
work processes information concurrently, in contrast to
state-of-the-art computers, which process information in
sequences determined by respective algorithms. This ex-
traordinary characteristic of human mind, which is capa-
ble of collecting, processing and retrieving information,
inspired McCulloch and Pitts to develop a mathematical
model of neuron in the 1940s [3, 4]. In Poland well-known
works in this field include [5-10]. Since specialized litera-
ture is available, only a concise description of the subject
will be given in this paper. As stated in the title, the authors
wish to concentrate on transport engineering, with particu-
lar focus on maintenance of concrete airfield pavements
and possibility of application of neural networks in solu-
tions of chosen problems in this field. It should also be
noted that the scope of application of artificial neural net-
works (ANN) in general civil engineering – residential,
commercial and industrial structures – has already grown
significantly. Neural networks are being applied in such
fields as structural and material mechanics as well as
structural physics and dynamics. In application of ANN
for evaluation of parameters of pavement in terms of bear-
ing capacity, the authors of [11] proposed prediction of
elasticity modulus and modulus of subgrade reaction for
the generated loading based on test data collected over 20
years.
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oceny parametrów u¿ytkowych nawierzchni w kontekœcie no-
œnoœci nawierzchni autorzy pracy [11] zaproponowali progno-
zowanie wartoœci modu³ów sprê¿ystoœci oraz wspó³czynnika
reakcji pod³o¿a dla generowanego obci¹¿enia na podstawie da-
nych gromadzonych doœwiadczalnie przez 20 lat.

Przyczyny uzasadniaj¹ce koniecznoœæ zastosowania sieci neu-
ronowych w systemach zarz¹dzania nawierzchni¹ sprecyzo-
wali m. in. autorzy [12]. Zwrócono uwagê m.in. na wybór od-
powiedniej strategii utrzymania nawierzchni – koniecznoœæ
doboru grupy czynników reprezentuj¹cych warunki drogowe
przez zagêszczenie i poziom nasilenia ka¿dego rodzaju uszko-
dzenia. Stan drogi nie jest zatem œciœle zdefiniowany w ujêciu
strategii, okreœlanej nie tylko na podstawie danych statystycz-
nych. W pracy [13] przedstawiono mo¿liwoœæ wykorzystania
SSN do okreœlania aktualnego stanu nawierzchni i prognozo-
wania jego zmian w kontekœcie koniecznoœci projektowania
prac konserwacyjnych lub wyboru dalszej strategii utrzymania
takich obiektów. Natomiast w pracy [14] okreœlono sposób
przewidywania wskaŸniki IRI w oparciu o wyniki uzyskane
z rejestracji obrazów nawierzchni. Zagadnieniom zwi¹zanym
z zastosowaniem SSN do rekomendowania wybranych odcin-
ków dróg do programu konserwacji poœwiêcone by³y równie¿
prace [12, 15, 16].

2. ISTOTA SIECI NEURONOWYCH
Opis podstawowych cech sieci neuronowych wymaga odnie-
sieñ do ró¿nych dziedzin: matematyki (wykorzystuj¹cej g³ów-
nie nieliniowe uk³ady dynamiczne), informatyki i biocyberne-
tyki. Istotn¹ cech¹ sieci neuronowych jest ich zdolnoœæ
uogólniania oraz równoleg³ego przetwarzania informacji.
W praktyce oznacza to, ¿e sieci neuronowe nie wymagaj¹
opracowania odpowiednich programów, lecz ucz¹ siê na pew-
nym zbiorze przyk³adów opisuj¹cych badane zjawisko. Jest to
tzw. ci¹g ucz¹cy, który sk³ada siê z pewnej liczby sekwencji
sygna³ów wejœciowych i wyjœciowych, uzyskanych z obser-
wacji i eksperymentów. Jeœli dostêpna jest odpowiednia licz-
ba wiarygodnych przyk³adów, np. obserwacji zwi¹zanych
z trwa³oœci¹ nawierzchni betonowych, wykorzystanie sieci
neuronowych jest ca³kowicie uzasadnione.

Tworz¹c strukturê sieci i jej zdolnoœæ do uczenia siê, mamy
na uwadze wymieniane wczeœniej pojêcia, takie jak neurony
i synapsy. W praktyce u¿ywa siê czêœciej pojêæ „jednostka”
i „po³¹czenie”. Sztuczny neuron jest elementarnym proceso-
rem otrzymuj¹cym wiele sygna³ów wejœciowych i gene-
ruj¹cym jeden sygna³ wyjœciowy. Ka¿dy z sygna³ów wejœcio-
wych mno¿ony jest przez wspó³czynnik wagi przypisany
danemu wejœciu. Tak przetworzone sygna³y s¹ w neuronie
sumowane. Suma ta jest pomocniczym sygna³em wewnêtrz-
nym – nazywanym sygna³em ³¹cznym, który w istocie jest

Reasons for usage of neural networks in pavement man-
agement systems were specified by the authors of [12].
The publication mentions the need for selection of appro-
priate maintenance strategy – determination of a group of
factors representing road conditions. Therefore, pavement
condition is not unambiguously expressed in a strategy
that is not based solely on statistical data. Article [13]
presents the possibility of application of ANN for determi-
nation of current pavement condition and prediction of its
changes in the context of planning of necessary repairs or
selection of further maintenance strategy. Article [14] de-
scribes the manner of prediction of IRI based on results
obtained from pavement imaging. Problems of usage of
ANN for recommending chosen road sections for mainte-
nance and repair were described also in [12, 15, 16].

2. THE NATURE OF NEURAL
NETWORKS
Description of the basic properties of a neural network
combines terms from various fields: mathematics (mainly
nonlinear dynamical systems), information technology
and biocybernetics. An important property of neural net-
works is their ability to generalize information and process
it concurrently. In practice it means that neural networks
do not require development of appropriate programs, as
they learn on a given set of examples that describe the ana-
lyzed phenomenon: a so-called training dataset, which
consists of a number of inputs and related outputs obtained
from observations and experiments. If an adequate num-
ber of reliable samples is available, e.g. observations of
condition and service life of concrete pavements, applica-
tion of neural networks is well-founded.

The structure of the network is created with such terms as
neurons and synapses in mind, but in practice they are of-
ten described as “nodes” and “connections”. A single arti-
ficial neuron is an elementary processor that receives
multiple inputs and generates one output. Each input sig-
nal is multiplied by weight assigned to the given input. Af-
ter applying the weights, the inputs are summed in the
neuron. This weighted sum is the aggregate signal, or the
stimulation signal of the given neuron. It may be presented
as in (1) below.

� � � � � � �
�

�( )w u b w u b
i i

T

i

m

1

, (1)

where:

w – vector of weights,

u – vector of input signals,

m – number of inputs of the neuron,
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sygna³em pobudzenia neuronu. Sygna³ ten mo¿na przedstawiæ
w postaci zale¿noœci (1).
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�

�( )w u b w u b
i i

T

i

m

1

, (1)

gdzie:

w – wektor wspó³czynników wag,

u – wektor sygna³ów wejœciowych,

m – liczba wejœæ neuronu,

b – wielkoœæ progowa niezale¿na od sygna³ów wejœciowych,

(�) – iloczyn skalarny.

W wielu sieciach sygna³ pobudzenia zostaje przetworzony na
sygna³ wyjœciowy przez zastosowanie odpowiednio dobranej
tzw. funkcji aktywacji. Jest to wiêc jednostka, do której prowa-
dzi m wejœæ i z której wychodzi tylko jeden sygna³. Struktura ta
utworzona zosta³a przez blok sumowania i blok aktywacji.
Graficzn¹ interpretacjê przedstawiono na Rys. 1.

Potencja³ neuronu mo¿na przedstawiæ w postaci:

V w u
j j

� �� . (2)

Funkcja aktywacji decyduje o charakterze neuronu: w przy-
padku, gdy funkcja jest nieliniowa, neuron jest równie¿ nieli-
niowy. Najczêœciej wystêpuj¹cym jej rodzajem jest krzywa
sigmoidalna opisana zale¿noœci¹ (3), która s³u¿y do opisu wie-
lu zjawisk wystêpuj¹cych w zastosowaniach technicznych.

y �
� �

1

1 exp( )��
, (3)

gdzie:

� – jest zadanym parametrem funkcji.

Funkcja aktywacji mo¿e byæ funkcj¹ liniow¹, wówczas:
y = k �� . Sieæ maj¹ca tak¹ funkcjê jest równie¿ sieci¹ liniow¹.
Sieci nieliniowe w porównaniu z sieciami liniowymi mog¹
rozwi¹zywaæ szersz¹ klasê zadañ, a proces ich uczenia prze-
biega szybciej. Wyró¿nia siê w strukturach sieci jednokierun-
kowe, które nie maj¹ sprzê¿eñ zwrotnych (feedforward), i sieci
ze sprzê¿eniami zwrotnymi zwane czêsto sieciami rekurencyj-
nymi (Hopfielda). Sieci bez sprzê¿eñ zwrotnych w praktycz-
nych zastosowaniach wykorzystywane s¹ czêœciej. Neurony
w tych sieciach tworz¹ warstwê wejœciow¹, warstwy ukryte
i warstwê wyjœciow¹ (Rys. 2). Warstwa wejœciowa przyjmuje
sygna³y zewnêtrzne, warstwa wyjœciowa wyprowadza prze-
tworzone wyniki. Warstwy te pozwalaj¹ na komunikowanie
siê sieci z otoczeniem. W sieciach nieliniowych wprowadza siê
jedn¹ lub dwie warstwy ukryte. Liczba neuronów w warstwie
wejœciowej równa siê liczbie wprowadzanych wielkoœci wejœ-
ciowych, liczba neuronów w warstwie wyjœciowej odpowiada
liczbie poszukiwanych rozwi¹zañ. Liczba warstw ukrytych

b – constant bias, independent of input signals,

(�) – scalar product.

In many networks the stimulation signal is processed into
output using an appropriately chosen activation function.
Neuron is therefore a unit that takes in m inputs and pro-
duces one output signal. Its structure may be described as
consisting of a summation block and an activation block,
as shown in Fig. 1.

The potential of a neuron may be expressed as:

V w u
j j

� �� . (2)

The activation function determines the character of the
neuron: when it is nonlinear, the neuron is nonlinear as
well. The most commonly used type of activation function
is the sigmoidal curve given in formula (3), which serves
for description of many phenomena in technical applica-
tions.

y �
� �

1

1 exp( )��
, (3)

where:

� – is the predefined parameter of the function.

Activation function may also be linear, then: y = k �� .
Network with such activation function will also be linear.
Nonlinear networks learn faster and are capable of solv-
ing a greater range of problems than linear networks. In
terms of structure, networks are divided into feedforward
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w strukturze oraz liczba neuronów znajduj¹cych siê w ka¿dej
z warstw nie jest regulowana œcis³ymi zasadami; decyduj¹ce
w tym zakresie jest doœwiadczenie u¿ytkownika sieci.

W dzia³aniu sieci neuronowych wyró¿nia siê dwa etapy, tj.
uczenie sieci i wykorzystanie nagromadzonej wiedzy. Po-
prawnie skonstruowana sieæ mo¿e u³atwiæ grupowanie sy-
gna³ów na odpowiednie klasy. Uczenie sieci polega na przyjê-
ciu danych wejœciowych i przyporz¹dkowaniu im tzw.
wspó³czynników wag oraz wartoœci progowych na wejœciu ka-
¿dego neuronu. W kolejnym etapie ma miejsce proces iteracji;
za³o¿one wagi ulegaj¹ zmianom wed³ug przyjêtych zasad. Na-
stêpnie sygna³ wyjœciowy neuronu porównywany jest z odpo-
wiednim wzorcem. Ewentualna ró¿nica na tym etapie wymaga
korekty wspó³czynnika wag i wartoœci progowych, które
³¹cznie stanowi¹ pamiêæ danego neuronu. Dla sieci wielowar-
stwowych najczêœciej stosowan¹ metod¹ uczenia jest tzw. me-
toda wstecznej propagacji b³êdu. Istot¹ tej metody jest zmiana
wspó³czynników wag, w której wykorzystuje siê zasadê naj-
wiêkszego spadku b³êdu uczenia. Etap wykorzystania nagro-
madzonej wiedzy jest nazywany doœæ czêsto etapem predykcji,
od którego po wprowadzeniu pojedynczych lub pewnych grup
danych mo¿na oczekiwaæ uzyskania poprawnego rozwi¹zania.
W opisie procesu nale¿y podaæ: dane wejœciowe, liczbê neuro-
nów w warstwie ukrytej i wynik na wyjœciu (zapis ten mo¿e
mieæ postaæ np. 6-9-1). Jednoczeœnie nale¿y okreœliæ dok³ad-
noœæ odwzorowania i sta³¹ uczenia. Parametr ten ma istotny
wp³yw na stabilnoœæ procesu i szybkoœæ procesu uczenia. Przy-
jêcie ma³ej wartoœci wspó³czynnika uczenia znacz¹co wyd³u¿a
ten proces. Natomiast zbyt du¿a wartoœæ tego wspó³czynnika
powoduje, ¿e algorytm mo¿e staæ siê ma³o stabilny i nie jest na
ogó³ w stanie osi¹gn¹æ optymalnego punktu w przestrzeni
wag. Problem ten zwi¹zany jest z istnieniem minimów lokal-
nych. Dzia³aniem, które pozwala unikn¹æ wystêpowania mini-
mów lokalnych jest nadanie ka¿dej wadze w

j i,
stanu pewnej

bezw³adnoœci, czyli momentum. Parametr momentum dobiera

networks (without cycles or loops) or recurrent networks.
Feedforward networks are used more frequently in practi-
cal applications. In such a network, the nodes are ar-
ranged into an input layer, possibly a number of hidden
layers and an output layer (Fig. 2). The input layer takes
in external signals, while the output layer yields the pro-
cessed results. These layers enable communication of the
network with the environment. Nonlinear networks often
contain one or two hidden layers. The number of nodes in
the input layer is equal to the number of introduced in-
puts, and the number of nodes in the output layer is equal
to the number of solutions. The number of hidden layers
and the number of nodes in these layers are not governed
by strict rules; in this case, the experience of the user is
decisive.

Two stages may be distinguished in functioning of every
neural network: training and usage of the accumulated
knowledge. A properly structured network may facilitate
grouping of signals into appropriate classes. Network
training consists in determination of input data and assign-
ing weights and bias to every node. Another stage involves
iterations, during which the original weights are subjected
to modifications according to pre-adopted rules. The out-
put of the node is compared to a known correct value. If
a difference is observed, it entails corrections to input
weighs and bias, which constitute the memory of the given
neuron. For layered networks, the most common training
method is the so-called error backpropagation. Weights are
changed according to the principle of gradient descent of
training error. At the stage of usage of the accumulated
knowledge, which is often called the prediction stage, it
may be expected that after providing new input a correct
solution will be obtained. Description of the process should
include: inputs, number of neurons in the hidden layer and
output (e.g. 6-9-1). Prediction accuracy and learning rate
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siê z przedzia³u 0-1. Pewne dane liczbowe znajdowaæ siê mog¹
w warstwach ukrytych uk³adu konstrukcyjnego. Dane te mog¹
pochodziæ z wczeœniej wykonanych ekspertyz, danych archi-
walnych, a nawet zmiennych lingwistycznych. Informacje te
musz¹ byæ przetwarzane na dane liczbowe, a wówczas zacho-
dziæ mo¿e potrzeba transformacji danych: pocz¹wszy od pro-
stego zbioru, a skoñczywszy na wykorzystaniu elementów
teorii zbiorów rozmytych.

Istnieje zatem mo¿liwoœæ wykorzystania sztucznych sieci neu-
ronowych w dotychczasowej dzia³alnoœci in¿ynierskiej
zwi¹zanej z diagnostyk¹ skomplikowanych uk³adów konstruk-
cyjnych nawierzchni betonowych na lotniskach i drogach. Na-
stêpuj¹ce etapy analizy zagadnieñ budowy i utrzymania beto-
nowych nawierzchni lotniskowych i drogowych mog¹ byæ
zrealizowane z zastosowaniem sztucznych sieci neuronowych:
1. Predykcja, w której przewiduje siê zachowanie uk³adu kon-

strukcyjnego nawierzchni na podstawie przyk³adów wcze-
œniejszych zachowañ. Etap ten mo¿e byæ rozszerzony o pro-
gnozê napraw i zabiegów utrzymaniowych oraz analizê
struktur materia³owych.

2. Klasyfikacja, która polega na rozpoznaniu cech mate-
ria³owych uk³adów lub ich reprezentatywnych parametrów.
W zakresie zagadnieñ tego etapu mo¿na wyró¿niæ diagno-
stykê techniczn¹ wraz z zespo³em innych wskaŸników, któ-
re odzwierciedlaj¹ stan techniczny nawierzchni, g³ównie:
noœnoœæ, równoœæ i szorstkoœæ. Klasyfikacja zagadnieñ
mo¿e uwzglêdniaæ kryteria uzupe³niaj¹ce, takie jak: ocenê
wystêpuj¹cych uszkodzeñ czy wytrzyma³oœæ warstwy kon-
taktowej w strefie nara¿onej na odzia³ywanie kó³ samolotu
na nawierzchniê podczas l¹dowania.

3. Kojarzenie danych – prowadzi do oceny powi¹zañ wystê-
puj¹cych w analizowanych zagadnieniach i zachowaniach
konstrukcji.

4. Analiza danych – umo¿liwia wykrywanie zale¿noœci pomiê-
dzy okreœlonymi zdarzeniami a ich tendencjami rozwojo-
wymi.

5. Filtracja sygna³ów – pozwala na eliminacjê sygna³ów ma³o
istotnych w zbiorze informacji.

6. Optymalizacja rozwi¹zañ, polegaj¹ca na doborze odpowied-
niego rodzaju sieci neuronowych, które przybli¿¹ rozwi¹za-
nie analizowanych problemów.

3. WYKORZYSTANIE SZTUCZNYCH
SIECI NEURONOWYCH W RAMACH
OCENY STANU KONSTRUKCYJNEGO
NAWIERZCHNI
Obszarem analizy jest konstrukcja nawierzchni, która sk³ada
siê z odpowiednich warstw, a elementarny jej uk³ad stanowi¹:

should also be determined. Learning rate has considerable
impact on stability and speed of the process. If the adopted
value of learning rate is too low, the process will be signifi-
cantly longer. If the value is too high, training stability may
be low and determination of the optimum point in the space
of weights may prove impossible. This problem is related
to occurrence of local minima. Influence of local minima
may be mitigated by assigning a certain “inertia”, referred
to as “momentum”, to the weights w

j i,
. The values of the

momentum parameter are assumed in the range from 0 to 1.
Certain numerical data may be contained in the hidden lay-
ers of the structure. They may come from earlier expert as-
sessments, archives or even linguistic variables. Such
information should be processed into numerical values,
which may entail the need for data transformation, with
possibilities ranging from simple sets to fuzzy set theory.

Therefore, it is possible to apply neural networks in engi-
neering analyses and actions concerning diagnostics of
complex structural systems of concrete airfield and road
pavements. The following stages of construction and
maintenance of concrete airfield and road pavements may
be realized using neural networks:

1. Prediction of performance of the pavement structure
based on examples of previous performance. This stage
may be broadened to include analysis of material struc-
ture and prediction of repairs and maintenance actions.

2. Classification, which consists in determination of mate-
rial properties or their representative parameters. This
stage includes technical diagnostics based on a set of
parameters that reflect the technical condition of the
pavement, primarily: bearing capacity, evenness and
surface friction. Classification of problems may be
based on auxiliary criteria, such as: assessment of exist-
ing distress or strength of surface layer in the zone sub-
jected to impact of aircraft wheels during landing.

3. Data association – results in evaluation of connections
between the analyzed problems and performance of the
structure.

4. Data analysis – enables detection of relationships be-
tween specific occurrences and their development ten-
dencies.

5. Signal filtering – enables elimination of signals whose
importance in the dataset is limited.

6. Solution optimization, consisting in choice of adequate
type of neural networks that better approximate the so-
lutions of the analyzed problems.
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• konstrukcja noœna nawierzchni, stanowi zespó³ warstw
wspó³pracuj¹cych ze sob¹ w sposób, który umo¿liwia redy-
strybucjê obci¹¿eñ i bezpieczne przeniesienie ich na
pod³o¿e gruntowe,

• warstwa konstrukcyjna jezdna, na której odbywa siê bezpo-
œrednio ruch statków powietrznych,

• warstwa podbudowy, ni¿ej po³o¿ona warstwa konstrukcyj-
na stanowi¹ca podparcie zasadniczej warstwy konstrukcyj-
nej na ca³ej powierzchni p³yty zasadniczej,

• pod³o¿e gruntowe, warstwa naturalnego lub ulepszonego
gruntu, na które przekazywane jest obci¹¿enie z warstw
konstrukcyjnych po³o¿onych wy¿ej.

Fragment funkcjonalnego elementu nawierzchni lotniskowej
(EFL) przeznaczony do spe³niania przewidzianej w projekcie,
okreœlonej funkcji technicznej i ruchowej stanowi np. droga
startowa, droga ko³owania, p³aszczyzna postoju samolotów
itp.

Techniczna niezawodnoœæ nawierzchni lotniskowych to nato-
miast zdolnoœæ nawierzchni do spe³nienia przewidzianych za-
dañ w za³o¿onym czasie eksploatacji z zachowaniem zasad
bezpieczeñstwa wykonywania operacji lotniczych i okreœlo-
nym prawdopodobieñstwem, ¿e nie wyst¹pi ¿aden ze stanów
granicznych ca³ego systemu nawierzchni lotniskowych lub
jednego z EFL.

W praktyce budowy betonowych nawierzchni lotniskowych i
drogowych wykorzystanie sieci neuronowych w wielokryte-
rialnym aspekcie nie jest szczegó³owo rozpoznane. Jednak
wystêpuj¹ce zagadnienia, g³ównie eksploatacyjne, mog¹ byæ
oceniane i analizowane przy pomocy tego narzêdzia w zapro-
ponowanych dwóch segmentach. Pierwszy z nich dotyczy mo-
delowania noœnoœci nawierzchni, a drugi – równoœci na-
wierzchni.

Za³o¿ono, ¿e sygna³ami wejœciowymi w segmencie pierw-
szym – w postaci binarnej (zero-jedynkowej, gdzie zero uto-
¿samiane jest z wynikiem b³êdnym, a jedynka z pozytywnym)
– powinny byæ:
• zmiany temperatury nawierzchni w stosunku do temperatu-

ry u³o¿enia betonu T
o
,

• zmiany temperatury uk³adanej mieszanki betonowej T
b
,

• temperatura warstwy, na której uk³adana jest mieszanka be-
tonowa T

p
,

• temperatura otoczenia T
k
.

W ca³okszta³cie analizowanych zagadnieñ segmentu pierw-
szego nale¿y uwzglêdniæ:
• rodzaj i stan podbudowy pod nawierzchni¹ T

d
,

• rodzaj warstwy poœredniej – warstwy poœlizgowej T
c
,

3. APPLICATION OF ARTIFICIAL
NEURAL NETWORKS IN ASSESSMENT
OF PAVEMENT CONDITION
The analysis encompasses a layered pavement structure,
whose elementary system consists of:
• structural layers of the pavement, which function as a

system that enables safe distribution of loads onto the
subgrade,

• surface layer, which is loaded directly by aircraft tires,
• base course, which provides even support to the surface

layer below its entire area,
• subgrade – natural or improved soil, onto which loading

is transferred from the above layers.

Airfield is divided into airfield functional elements (AFE)
– areas dedicated to specific technical or traffic functions,
such as aprons, taxiways etc.

Technical reliability of airfield pavements is the capacity
of the structure to fulfill the planned functions in the as-
sumed service life, in accordance with the principles of
safety of air operations and with a given probability that
no limit state of the entire pavement system or any of its
AFEs will occur.

Application of neural networks in multi-criteria analysis
of concrete airfield and road pavements has not yet been
studied in detail. However, the related problems may be
evaluated and analyzed using this tool within the two pro-
posed segments. The first segment encompasses modeling
of bearing capacity of the pavement and the second seg-
ment – modeling of its evenness.

For the first segment, it was assumed that the input signals
in binary form (with zero corresponding to unsatisfactory
value and one corresponding to satisfactory value) should
be as follows:
• changes in pavement temperature relative to the temper-

ature at which the concrete was placed T
o
,

• changes in temperature of placed concrete mixture T
b
,

• temperature of the layer on which the concrete mixture
is placed T

p
,

• ambient temperature T
k
.

The entire scope of the first segment should also include:
• type and condition of the base course T

d
,

• type of interlayer under the concrete slab T
c
,

• type and condition of the surface layer T
n
,

• load transfer between slabs (independent or connected
slabs) T

w
,
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• rodzaj i stan warstwy konstrukcyjnej nawierzchni T
n
,

• po³¹czenia pomiêdzy p³ytami lub ich brak (p³yty swobodne
lub wspó³pracuj¹ce) T

w
,

• rodzaj i stan szczelin rozszerzania i ich rozmieszczenie S
r
,

• rodzaj i stan szczelin skurczowych i ich rozmieszczenie S
s
,

• sposób wyrównania naprê¿eñ po zarysowaniu p³yty w ni-
skich temperaturach R

n
,

• sposób wyrównania naprê¿eñ po deformacji p³yty w wyso-
kich i niskich temperaturach R

w
.

Jako sygna³y wyjœciowe dla segmentu pierwszego, w postaci
binarnej, rozpatrzono:
– noœnoœæ nawierzchni obci¹¿onej samolotem obliczenio-

wymV
n
,

– noœnoœæ nawierzchni obci¹¿onej samolotem o wy¿szej licz-
bie ACN ni¿ projektowanaV

w
,

– sumaryczna liczba operacji lotniczych przewidziana do wy-
konania na tej nawierzchni w okresie jej technicznej ¿ywot-
noœci E

o
,

– roczna rzeczywista liczba operacji lotniczych wykonywana
na tej nawierzchni E

r
.

W odniesieniu do sygna³ów wyjœciowych w binarnej postaci
mo¿na oczekiwaæ okreœlenia:
– stanu wytê¿enia p³yty po jej dopuszczalnej deformacji w nis-

kich temperaturach,
– stanu wytê¿enia p³yty po jej dopuszczalnej deformacji w wy-

sokich temperaturach,
– stanu wyczerpania resursu eksploatacyjnego nawierzchni,

w oparciu o analizê liczby operacji i iloœci przewo¿onych
³adunków na ka¿dym etapie eksploatacji nawierzchni.

Sygna³ami wejœciowymi w segmencie drugim – w postaci bi-
narnej – by³y:
• zmiana temperatury nawierzchni w stosunku do temperatu-

ry u³o¿enia betonu T
o
,

• zmiany temperatury uk³adanej mieszanki betonowej T
b
,

• temperatura warstwy, na której uk³adana jest mieszanka be-
tonowa T

p
,

• temperatura otoczenia T
k
,

• temperatura warstwy w czasie pielêgnacji T
pp

,
• rodzaj i sposób pielêgnacji T

rsp
,

W ca³okszta³cie analizowanych zagadnieñ segmentu drugiego
nale¿y uwzglêdniæ:
• rodzaj i stan podbudowy pod nawierzchni¹ T

d
,

• rodzaj warstwy poœredniej – warstwy poœlizgowej T
c
,

• rodzaj i stan warstwy konstrukcyjnej nawierzchni T
n
,

• po³¹czenia pomiêdzy p³ytami lub ich brak (p³yty swo-
bodne lub wspó³pracuj¹ce) T

w
,

• type, arrangement and condition of expansion joints S
r
,

• type, arrangement and condition of contraction joints
S

s
,

• manner of stress distribution after crack initiation at low
temperatures R

n
,

• manner of stress distribution after slab deformation at
high and low temperatures R

w
.

The following output signals (in binary form) were con-
sidered for the first segment:
– bearing capacity of pavement loaded with standard

design aircraftV
n
,

– bearing capacity of pavement loaded with aircraft with
ACN number greater than the design valueV

w
,

– total number of aircraft operations assumed to be per-
formed on the pavement within its technical service life
E

o
,

– real number of aircraft operations performed on the
pavement annually E

r
.

It may be expected that the output signals in binary form
will enable determination of:
– ratio of stress state vs. strength for slab after its permis-

sible deformation at low temperatures,
– ratio of stress state vs. strength for slab after its permis-

sible deformation at high temperatures,
– proportion of pavement life used, based on the analysis

of the number of operations and the quantity of freight
transported.

The following output signals (in binary form) were con-
sidered for the second segment:
• changes in pavement temperature relative to the temper-

ature at which the concrete was placed T
o
,

• changes in temperature of placed concrete mixture T
b
,

• temperature of the layer on which the concrete mixture
is placed T

p
,

• ambient temperature T
k
,

• temperature of the layer during curing T
pp

,
• types of curing techniques T

rsp
,

The entire scope of the second segment should also in-
clude:
• type and condition of the base course T

d
,

• type of interlayer under the concrete slab T
c
,

• type and condition of the surface layer T
n
,

• load transfer between slabs (independent or connected
slabs) T

w
,

• type, arrangement and condition of expansion joints S
r
,

• type, arrangement and condition of contraction joints S
s
,

88 Ma³gorzata Linek, Piotr Nita



• rodzaj i stan szczelin rozszerzania i ich rozmieszczenie S
r
,

• rodzaj i stan szczelin skurczowych i ich rozmieszczenie S
s
,

• sposób wykoñczenia nawierzchni R
s
.

Jako sygna³y wyjœciowe dla segmentu drugiego, w postaci bi-
narnej, rozpatrzono:
• równoœæ nawierzchni obci¹¿onej samolotem obliczenio-

wymV
rm

,
• równoœæ nawierzchni obci¹¿onej samolotem o wy¿szej licz-

bie ACN ni¿ projektowanaV
rw

,
• sumaryczna liczba operacji lotniczych przewidziana do wy-

konania na tej nawierzchni w okresie eksploatacji E
o
,

• roczna rzeczywista liczba operacji lotniczych wykonywana
na tej nawierzchni E

r
.

W odniesieniu do sygna³ów wyjœciowych w binarnej postaci
mo¿na oczekiwaæ okreœlenia:
• stanu równoœci p³yty w pocz¹tkowym okresie u¿ytkowania,
• stanu równoœci p³yty w dowolnym okresie, w oparciu o ana-

lizê stanu nawierzchni i liczbê operacji.

4. WYKORZYSTANIE SIECI
NEURONOWYCH W PRAKTYCZNYCH
ZASTOSOWANIACH DIAGNOSTYKI
TECHNICZNEJ NAWIERZCHNI
W SEGMENCIE DRUGIM
4.1. ZASADNOŒÆ WYKORZYSTANIA SIECI
NEURONOWYCH
Obecnie istnieje du¿a liczba gotowych aplikacji sztucznych
sieci neuronowych, równie¿ w budownictwie ogólnym. Wy-
korzystanie tego narzêdzia w budownictwie nawierzchni lotni-
skowych czy drogowych jest dotychczas rzadkoœci¹ [17, 18].
Uwa¿a siê jednak, ¿e wykorzystanie tego narzêdzia do analizy
zagadnieñ zwi¹zanych z diagnostyk¹ techniczn¹ tych obiek-
tów jest mo¿liwe i uzasadnione. Analizuj¹c zasadnoœæ wyko-
rzystywania sieci neuronowych w rozpatrywanym zagadnie-
niu nale¿y sprawdziæ, czy danego problemu nie mo¿na
rozwi¹zaæ metodami algorytmicznymi. Je¿eli istniej¹ metody
algorytmiczne i s¹ one dobrze oprogramowane, wówczas sto-
sowanie sieci neuronowych mo¿e stanowiæ alternatywê i uzu-
pe³nienie tradycyjnych rozwi¹zañ. W praktyce diagnostyki
nawierzchni lotniskowych ustalenie zale¿noœci pomiêdzy np.
iloœci¹ wykonanych operacji lotniczych a œredni¹ liczb¹
uszkodzeñ nawierzchni (w postaci zarysowania lub pêkniêcia)
w okreœlonym okresie eksploatacji nawierzchni, mo¿na okre-
œliæ z wykorzystaniem sieci neuronowej. Decyzja o wykorzy-
staniu sieci neuronowych zapada najczêœciej po ustaleniu
relacji przyczynowo-skutkowych analizowanego zjawiska.

• type of surface finish R
s
.

The following output signals (in binary form) were con-
sidered for the second segment:
• evenness of pavement loaded with standard design air-

craft V
rm

,
• evenness of pavement loaded with aircraft with ACN

number greater than the design valueV
rw

,
• total number of aircraft operations assumed to be per-

formed on the pavement during its service E
o
,

• real number of aircraft operations performed on the
pavement annually E

r
.

It may be expected that the output signals in binary form
will enable determination of:
• state of evenness in the initial period of service,
• state of evenness after any given period, based on the anal-

ysis of pavement condition and the number of operations.

4. NEURAL NETWORKS IN PRACTICAL
APPLICATIONS IN THE SECOND
(EVENNESS-RELATED) SEGMENT
4.1. PLAUSIBILITY OF USE OF NEURAL
NETWORKS
There is a considerable number of available applications
of artificial neural networks, also in residential, commer-
cial and industrial construction. Use of this tool in analysis
of road and airfield pavements has been very rare so far
[17, 18]. However, use of ANN in technical diagnostics of
such pavement structures may also be feasible and justi-
fied. When analyzing plausibility of usage of neural net-
works in a given application, one should consider whether
the problem may be solved using algorithmic methods. If
there are well-programmed algorithmic methods already
available, then usage of ANN may be treated as an alterna-
tive and complementary solution. Artificial neural net-
works may be used in practical diagnostics of airfield
pavements for determination of various relationships, e.g.
the average number of pavement cracks vs. number of air-
craft operation in a given period. The decision to apply
ANN to a given problem is most often based on earlier de-
termination of causal relationships in the analyzed phe-
nomenon. In the decision process concerning the use of
neural networks, the following factors should be taken
into account:

1. Significance of the phenomenon – neural network en-
ables determination of significance of the observed
phenomenon, given that the model is provided with suf-
ficient number of examples. Practically, for example, if
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W procesie decyzyjnym dotycz¹cym wyboru do analizy sieci
neuronowych nale¿y uwzglêdniæ nastêpuj¹ce czynniki:

1. Istotnoœæ wystêpuj¹cego zjawiska – sieæ neuronowa umo-
¿liwia okreœlenie znaczenia wystêpuj¹cego zjawiska, pod
warunkiem wprowadzenia do sieci odpowiednio du¿ej
liczby przyk³adów. W praktyce oznacza to, ¿e gdy ustalo-
no dla przyk³adu n parametrów wejœciowych dla zaistnie-
nia niekorzystnego stanu, to w wybranych przypadkach
mo¿na wprowadziæ ograniczenie do n �1 wejœæ, w sytu-
acji, gdy nie jest znana wartoœæ jednego z parametrów.

2. Wiêksza liczba wprowadzonych wielkoœci i odpowiedzi
wymaga wiêkszej liczby przyk³adów. Dla znalezienia zale-
¿noœci pomiêdzy wiêksz¹ liczb¹ czynników sieæ potrzebuje
bardziej rozbudowanych ci¹gów ucz¹cych. Przygotowuj¹c
ci¹g ucz¹cy, nale¿y zgromadziæ odpowiedni¹ liczbê wiary-
godnych przyk³adów. Odpowiednia liczba przyk³adów nie
jest pojêciem jednoznacznym. W sieci dotycz¹cej betono-
wych nawierzchni lotniskowych, je¿eli wprowadzimy do
niej np. tylko trzy wielkoœci: czas eksploatacji nawierzchni
liczony w latach, rodzaj betonu, procent p³yt wyma-
gaj¹cych wymiany, to wymagan¹ liczb¹ przyk³adów mo-
¿na okreœliæ na kilkadziesi¹t. Dodaj¹c jednak do wymienio-
nych danych obci¹¿enie ca³kowite i rodzaj podbudowy,
ci¹g ucz¹cy nale¿y zwiêkszyæ nawet do kilkuset przy-
k³adów.

Niezale¿nie od konkretnego zastosowania, tworzenie sieci wy-
maga wielu dzia³añ, których obrazem jest przyk³adowy blok
sekwencji przedstawiony na Rys. 3. Pewne kroki sekwencji
maj¹ tylko charakter iteracyjny, niezbêdny w celu uzyskania
poprawnych wyników, i musz¹ byæ powtarzane wielokrotnie.

n input signals were determined as resulting in unsatis-
factory condition, in chosen cases the number may be
limited to n �1, if one of them is unknown.

2. The greater the number of inputs and outputs, the
greater the required number of training examples. In or-
der to determine relationships between a greater num-
ber of factors, the network needs larger training sets. A
training set should consist of an adequate number of re-
liable examples. “Adequate number” is not an explicit
term. In the case of a network dedicated to concrete air-
field pavements, if it takes in only three inputs, such as
service to date (in years), concrete type and proportion
of slabs requiring replacement, the required number of
examples may be below hundred. However, if more in-
puts are added, such as type of base course and total
loading, the required number of examples may grow to
several hundred.

Regardless of the specific application, creation of neural
network requires many actions, which are pictured in
block sequence presented in Fig. 3. Some steps are of iter-
ative character and should be repeated multiple times in
order to provide correct results.
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1. ANALYSIS OF THE PROBLEM / ANALIZA PROBLEMU

1.1. Analysis of potential solutions using algorithmic methods / Analiza
mo¿liwoœci rozwi¹zania problemu metodami algorytmicznymi

1.2. Determination of causal relationships, including selection of
the analyzed factors and the class of solutions / Ustalenie relacji

przyczynowo-skutkowych, w tym wybór czynników analizowanych
i ustalenie klasy rozwi¹zañ

2. PREPARATION OF TRAINING DATASET / PRZYGOTOWANIE
CI¥GU UCZ¥CEGO

2.1. Preparation of data / Przygotowanie danych
2.2. Coding of data / Kodowanie danych

3. SELECTION OF THE TYPE AND STRUCTURE OF THE
NETWORK / WYBÓR RODZAJU I STRUKTURY SIECI

3.1. Selection of the type of the network / Wybór rodzaju sieci
3.2. Determination of the number of hidden layers / Ustalenie liczby

warstw ukrytych

4. NETWORK TRAINING / UCZENIE SIECI

4.1. Determination of initial parameters / Okreœlenie parametrów
pocz¹tkowych

4.2. Selection of the appropriate moment to stop training / Wybór
momentu koñca procesu uczenia

5. VALIDATION AND POTENTIAL MODIFICATIONS OF THE
NETWORK / ODPYTYWANIE SIECI I EWENTUALNE JEJ

MODYFIKACJE

5.1. Preparation and input of test dataset / Opracowanie
i wprowadzenie ci¹gu testowego

5.2. Evaluation of the obtained results / Analiza poprawnoœci wyników
5.3. Potential corrections in the training dataset / Ewentualna korekta

ci¹gu ucz¹cego
5.4. Potential changes in the topology of the neural network /

Ewentualne zmiany topologii sieci

Fig. 3. Stages of creation of neural networks for assessment of airfield pavements
Rys. 3. Etapy tworzenia sieci neuronowych na potrzeby oceny nawierzchni lotniskowych



4.2. ISTOTA BADAÑ RÓWNOŒCI
NAWIERZCHNI
Zdolnoœæ eksploatacyjna nawierzchni lotniskowej uto¿sa-
miana jest z mo¿liwoœci¹ wykonywania operacji lotniczych,
w kontekœcie których pojawienie siê znacznych nierównoœci
mo¿e powodowaæ koniecznoœæ wy³¹czenia obiektu lub jego
fragmentu z u¿ytkowania. Aspekty równoœci nawierzchni be-
tonowych poruszono m.in. w pracach [19-24].

Wp³yw nierównoœci nawierzchni na komfort i bezpieczeñstwo
u¿ytkowników, jako funkcja d³ugoœci, czêstotliwoœci i ampli-
tud fal w profilu drogi w ujêciu prêdkoœci poruszaj¹cych siê
pojazdów, jest przyjmowana jako wyznacznik trwa³oœci kon-
strukcji. Pomiary równoœci s³u¿¹ równie¿ jako kryterium oce-
ny jakoœci robót i procesu technologicznego obiektu lotnisko-
wego. Czynnikiem potêguj¹cym nierównoœci na nawierzch-
niach betonowych s¹ równie¿ pojawiaj¹ce siê uskoki w szcze-
linach dylatacyjnych, które mog¹ wskazywaæ na zmiany pod-
parcia p³yt w warstwach ni¿ej le¿¹cych, co jest szczególnie
istotne w przypadku p³yt niewspó³pracuj¹cych.

Ocena równoœci nawierzchni wg [25, 26] powinna odnosiæ siê
do górnej warstwy nawierzchni. Zalecenia w [25] jednoznacz-
nie ograniczaj¹ poziom akceptowalny do pojedynczych nie-
równoœci rzêdu 2,5-3,0 cm wystêpuj¹cych w odleg³oœci powy-
¿ej 45 m. Jednoczeœnie sprecyzowano zakresy akceptowanych
i dopuszczalnych nierównoœci oraz granicê nadmiernych nie-
równoœci w zale¿noœci od wysokoœci i d³ugoœci nierównoœci.

4.3. DANE DO WYZNACZENIA SIECI
Warstwê wejœciow¹ w opracowanym modelu stanowi³y wy-
brane dane zgromadzone w badaniach terenowych – pomiary
równoœci. Badania polowe wykonywane by³y na drodze star-
towej eksploatowanego lotniska wg zaleceñ [27]. Liczba ele-
mentów tej warstwy zdeterminowana by³a liczb¹ danych wejœ-
ciowych, które brano pod uwagê przy rozwi¹zywaniu zadania.
Z uwagi na dostêpn¹ bazê danych pozyskanych w latach po-
przednich, warstwê wejœciow¹ ci¹gu ograniczono do szeœciu
sygna³ów. Obejmowa³a ona nastêpuj¹ce dane: temperaturê
otoczenia w czasie pomiaru T

k
, rodzaj i stan warstwy kon-

strukcyjnej nawierzchni T
n
, po³¹czenie pomiêdzy p³ytami lub

ich brak (p³yty swobodne lub wspó³pracuj¹ce)T
w

, rodzaj i stan
szczelin rozszerzania oraz ich rozmieszczenie S

r
, rodzaj i stan

szczelin skurczowych oraz ich rozmieszczenie S
s
, sposób wy-

koñczenia nawierzchni R
s
. Warstwa wejœciowa zosta³a opisa-

na zale¿noœci¹ (4):
X T T T S S R

o n w r s s
�{ , , , , , }. (4)

Za sygna³ wyjœciowy przyjêto równoœæ nawierzchni obci¹-
¿onej samolotem obliczeniowymV

rn
w analizowanym okresie

u¿ytkowania konstrukcji.

4.2. PAVEMENT EVENNESS CONTROL
Functional capacity of an airfield pavement is associated
with potential for realization of aircraft operations. There-
fore, occurrence of considerable profile roughness may re-
sult in closure of the pavement or its parts. The issues of
roughness of concrete pavements were described in many
works, including [19-24].

The effect of pavement roughness on the comfort and
safety of users – determined as a function of length, fre-
quency and amplitudes of waves along the profile at a
given vehicle speed – may be also treated as a measure of
structure's life. Evenness measurements serve as a crite-
rion for assessment of quality of construction works and
technical processes. The factor that contributes to an in-
crease in roughness in the case of concrete pavements is
the possibility of joint faulting, potentially indicating a
change in support provided by lower layers of the struc-
ture, which is of particular importance in pavements with
independent slabs.

Pavement evenness assessment according to [25, 26]
should encompass the surface layer of the pavement.
Guidelines given in [25] explicitly limit the acceptable
level to isolated irregularities of 2.5-3.0 cm, occurring at
least 45 m from each other. Document [25] also defines
the acceptable and tolerable ranges of irregularities, as
well as the unacceptable limit value, depending on the
height and length of the bump.

4.3. DATA FOR NETWORK DESIGN

The input layer in the developed model consisted of cho-
sen data collected in field inspections – evenness measure-
ments. Field inspections were performed on runway of an
operational airfield, according to the guidelines [27]. The
number of nodes in this layer was determined by the num-
ber of input data values considered in the solution of this
problem. Due to the scope of data obtained in the past
years, the input layer was limited to six signals. It included
the following inputs: ambient temperature during inspec-
tion T

k
, type and condition of surface layer T

n
, load trans-

fer between slabs (independent or connected slabs) T
w

,
type, arrangement and condition of expansion joints S

r
,

type, arrangement and condition of contraction joints S
s

and type of surface finish R
s
. The input layer may be ex-

pressed as given in formula (4):
X T T T S S R

o n w r s s
�{ , , , , , }. (4)

The output signal was the evenness of pavement loaded
with design aircraftV

rn
in the analyzed service period.
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4.4. UCZENIE, TESTOWANIE
I WERYFIKACJA MODELU

Analizy SSN wykorzystano do opracowania modelu regresyj-
nego (wg autorskiego programu), w którym na wyjœciu oczeki-
wano podania konkretnej wartoœci liczbowej uto¿samianej
z przewidywan¹ wartoœci¹ równoœci nawierzchni. Dobór wiel-
koœci parametrów modelu, w postaci sta³ej uczenia	, momen-
tum 
 oraz liczby neuronów L

n
wykaza³, ¿e maj¹ one istotny

wp³yw na wielkoœæ uzyskiwanego odwzorowania równoœci
nawierzchni przez SSN (Tabl. 1).

Wp³yw zró¿nicowania wartoœci 	 i 
 na wielkoœæ genero-
wanego b³êdu równoœci nawierzchni �y

sr
, przy za³o¿onych

5 neuronach w warstwie ukrytej, przedstawiono na Rys. 4. Na
podstawie analizy uzyskanych wyników stwierdzono, ¿e naj-
ni¿sze wartoœci generowanego b³êdu rejestrowano dla sta³ej
uczenia na poziomie 0,02 oraz momentum w przedziale od 0,4
do 0,6.

Przebiegi uczenia sieci o zró¿nicowanych liczbach neuronów
(od 3 do 15) w warstwie ukrytej oraz za³o¿onych poziomach
sta³ej uczenia (	 = 0,02) i momentum (
= 0,5) zestawiono na
Rys. 5. Na podstawie uzyskanych wyników stwierdzono, ¿e

4.4. MODEL TRAINING, TESTING
AND VERIFICATION

ANN analyses were used for development of a regression
model (according to the authors' own program), in which
the expected output is a numerical value expressing the
predicted pavement evenness. Modifications to model pa-
rameters, i.e. the learning rate 	, momentum 
 and the
number of neurons L

n
have shown that they have a signifi-

cant influence on the value of pavement evenness given by
the ANN (Table 1).

The effect of various values of	 and 
on the generated er-
ror of pavement evenness �y

sr
, after adopting 5 neurons in

the hidden layer, is presented in Fig. 4. Based on the analy-
sis of the obtained results, it was determined that the low-
est values of error were registered for the learning rate of
about 0.02 and momentum in the range from 0.4 to 0.6.

Learning curves for networks with variable number of neu-
rons in the hidden layer (from 3 to 15) at the adopted learn-
ing rate (	 = 0.02) and momentum (
 = 0.5) are shown in
Fig. 5. Based on the obtained results, it was observed that
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Variable / Zmienna Minimum / Wartoœæ minimalna X Maximum / Wartoœæ maksymalna SD �y
sr


 0.01 0.4628 0.9 0.1825 0.0215

	 0.01 0.0500 0.9 0.0132 0.0035

Table 1. Coefficients of pavement evenness accuracy determined for 	 and 
 (values marked in red are significant
at p < 0.05)
Tablica 1. Wspó³czynniki odwzorowania równoœci nawierzchni wyznaczone dla poszczególnych zmiennych 	 i 


(oznaczone kolorem czerwonym wspó³czynniki s¹ istotne z p < 0,05)
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Fig. 4. Influence of various values of 	 and 
 on the generated error of pavement evenness �y
sr

, with 5 neurons in the hidden layer
Rys. 4. Wp³yw zró¿nicowanej wartoœci 	 i 
 na wielkoœæ generowanego b³êdu �y

sr
, przy za³o¿onych 5 neuronach w warstwie ukrytej

dla cechy równoœæ nawierzchni



dla za³o¿onej liczby iteracji minimalne wartoœci �y
sr

wynosz¹
0,0205, a maksymalne 0,1707. Przebiegi uczenia sieci o zró¿-
nicowanych liczbach neuronów w warstwie ukrytej wskazuj¹,
i¿ dla liczby iteracji powy¿ej 0,64 · 10 6 wartoœci �y

sr
stabili-

zuj¹ siê na poziomie poni¿ej 0,025.

Na podstawie uzyskanych wyników z analiz SSN stwierdzono
istotny wp³yw liczby neuronów na wartoœæ generowanego
b³êdu �y

sr
(Tabl. 2) i przyjêto, jako najlepiej odwzorowuj¹c¹,

sieæ o strukturze 6-4-1. Pierwsza cyfra oznacza liczbê wejœæ
(6), kolejna liczbê neuronów w warstwie ukrytej (4), a ostatnia
oznacza jedno wyjœcie uto¿samiane z przewidywan¹ wartoœci¹
szorstkoœci nawierzchni. W kolejnym kroku badawczym ze
zbioru danych terenowych (15000), których nie wykorzysty-
wano do uczenia sieci, losowo wytypowano 20% i przezna-
czono do testowania wyuczonej sieci. Graficzne zestawienie
danych wyznaczonych na etapie testowania przez wyuczon¹
sieæ przedstawiono na Rys. 6.

for the assumed number of iterations the minimum value of
�y

sr
was 0.0205 and the maximum value of �y

sr
was

0.1707. Learning curves for networks with various num-
bers of neurons in the hidden layer show that for the num-
ber of iterations greater than 0.64 · 10 6 the values of �y

sr

stabilize at a level below 0.025.

Based on the results, the effect of the number of neurons
on the value of error ?ysr (Table 2) was considered signifi-
cant. The 6-4-1 structure was adopted as the most advanta-
geous; the first digit reflecting the number of inputs (6),
the second digit signifying the number of neurons in the
hidden layer (4), and the last – a single output, that is the
predicted pavement roughness. In the next step, 20% of
the field data (15000) that had not been used in training,
were randomly chosen and used in testing of the trained
network. The data provided by the trained network during
testing is presented graphically in Fig. 6.

Roads and Bridges - Drogi i Mosty 21 (2022) 81 - 97 93

0.018

0.016

0.014

0.012

0.010

0.008

0.006

0.004

0.002

0

T
he

va
lu

e
of

th
e

ge
ne

ra
te

d
er

ro
r

�
y

s
r

W
ar

to
œæ

ge
ne

ro
w

an
eg

o
b³

êd
u

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

3 n

4 n

5 n

6 n

7 n

8 n

9 n

10 n

11 n

12 n

13 n

14 n

15 n

Number of iteration / Liczba iteracji, �106

Fig. 5. Learning curves of artificial neural networks with varying number of neurons (3-15) in the hidden layer, for 	 = 0.02 and 
 = 0.5
Rys. 5. Przebieg procesu uczenia sztucznych sieci neuronowych o zró¿nicowanej liczbie neuronów (3-15) w warstwie ukrytej,
przy 	 = 0,02 i 
 = 0,5

Table 2. The influence of the number of neurons (3-15) in the hidden layer on the accuracy of pavement evenness
prediction for momentum of 0.5, learning rate of 0.02 and  = 0.01
Tablica 2. Wp³yw liczby neuronów (3-15) w warstwie ukrytej na dok³adnoœæ odwzorowania równoœci nawierzchni przy
sta³ej wartoœci momentum 0,5, sta³ej uczenia 0,02 oraz  = 0,01

No. of neurons
Liczba neuronów

Percentage of positive events
Procent zdarzeñ pozytywnych

�y
sr

No. of neurons
Liczba neuronów

Percentage of positive events
Procent zdarzeñ pozytywnych

�y
sr

3 100 0.0214 10 99.4 0.0212
4 100 0.0205 11 99.0 0.0237
5 100 0.0214 12 98.6 0.0239
6 100 0.0225 13 98.3 0.0208
7 100 0.0224 14 97.9 0.0234
8 100 0.0220 15 97.5 0.0218

9 100 0.0228



Na podstawie uzyskanych charakterystyk (Rys. 6) stwierdzo-
no, ¿e testowanie modelu sztucznej sieci neuronowej odzwier-
ciedla wartoœci wyznaczone przez sieæ. Uzyskan¹ œredni¹
dok³adnoœæ powy¿ej 95% uznano za bardzo wysok¹. Wyzna-
czona wartoœæ œrednia wspó³czynnika determinacji wyno-
si 96,88%. Nastêpnie wyuczon¹ i przetestowan¹ sieæ SSN
o strukturze 6-4-1 przeznaczono do weryfikacji doœwiadczal-
nej. Zgromadzone dane z 20% badañ terenowych, które nie
by³y wykorzystywane do uczenia sieci ani testowania, podda-
no weryfikacji – graficzne zestawienie danych wyznaczonych
na etapie weryfikacji modelu przez wyuczon¹ sieæ przedsta-
wiono na Rys. 7.

Uzyskana pojedyncza dok³adnoœæ wartoœci powy¿ej 99% jest
bardzo wysoka. Wartoœæ œrednia wspó³czynnika determinacji
okreœlona dla analizowanych przypadków wynosi 99,61%.
Zbie¿noœæ pomiêdzy wynikami uzyskanymi z rzeczywistych
pomiarów i wynikami wyznaczonymi na etapie weryfikacji
modelu przedstawiono na Rys. 8.

Based on the obtained characteristics (Fig. 6), it was ob-
served that testing of the ANN provided good results. The
obtained average accuracy of over 95% is considered very
high. The average coefficient of determination is 96.88%.
The trained and tested ANN of the 6-4-1 structure was
then subjected to verification. Another portion of 20% of
field data – that had not been used in training and testing –
was used for verification. A graphical representation of
the data obtained from the trained network during verifica-
tion is shown in Fig. 7.

The obtained accuracy of over 99% is very high. The aver-
age coefficient of determination for the cases analyzed
during verification is 99.61%. A comparison between the
results from real measurements and the values obtained
from the model during its verification is shown in Fig. 8.
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Fig. 6. The results of testing of the artificial neural network with the 6-4-1 structure
Rys. 6. Przebieg procesu testowania sztucznej sieci neuronowej o strukturze 6-4-1
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Fig. 7. The results of verification of the artificial neural network with the 6-4-1 structure
Rys. 7. Przebieg weryfikacji modelu sztucznej sieci neuronowej o strukturze 6-4-1



4.5. WP£YW DANYCH Z LAT POPRZEDNICH
NA UZYSKIWANE WYNIKI BIE¯¥CEJ
RÓWNOŒCI
Z uwagi na istotny wp³yw zmian równoœci nawierzchni na
przestrzeni lat uwzglêdniono zwi¹zek miêdzy pomiarami po-
przedzaj¹cymi a uzyskanymi wynikami aktualnej równoœci
nawierzchni w roku analizy. Na etapie badawczym przyjêto
odpowiednio rozszerzenie wektora wejœciowego o wyniki
uzyskane w okresie poprzedzaj¹cym. W tym celu przyjêto za-
kres oddzia³ywania zró¿nicowanych wyników z 2 i 4 lat po-
przedzaj¹cych. Dla ka¿dego z dwóch okresów modelowanie
równoœci wykonywane by³o z zachowaniem takich samych
procedur badawczych i kryteriów oceny. Na podstawie uzy-
skanych wyników mo¿liwa by³a przekrojowa ocena zmian
równoœci i wp³ywu danych z pomiarów w latach poprzednich
na stan aktualny (Rys. 9).

Stwierdzono, ¿e istnieje mo¿liwoœæ wiarygodnej oceny bada-
nego parametru niezale¿nie od przyjêtego zakresu od-
dzia³ywania danych poprzedzaj¹cych, przy za³o¿eniu wyko-
rzystania sta³ej uczenia na poziomie 0,02, momentum na
poziomie 0,50 lub 0,51 oraz jednej warstwy ukrytej z neurona-
mi w liczbie od 3 do 4. Dla analizowanego zbioru aktualnych
danych optymalne za³o¿enia obejmuj¹ sta³¹ uczenia na pozio-
mie 0,02, momentum równe 0,50 i 4 neurony w warstwie
ukrytej. Natomiast w przypadku analizy z uwzglêdnieniem lat
poprzedzaj¹cych (Tabl. 3) wykazano, ¿e mo¿liwe jest uzyska-
nie wy¿szych zbie¿noœci wyników rzeczywistych i modelowa-
nych przez sieæ oraz ni¿szych poziomów generowanych
b³êdów.

Wykorzystanie modelowania SSN przy diagnostyce na-
wierzchni pod k¹tem oceny równoœci mo¿e mieæ istotne zna-
czenie, szczególnie w kontekœcie planowanej eksploatacji kon-
strukcji i mo¿liwoœci planowania odcinków wymagaj¹cych
poprawy cech eksploatacyjnych z odpowiednim wyprzedze-
niem.

4.5. INFLUENCE OF THE RESULTS FROM
PAST YEARS ON THE OBTAINED RESULTS
OF CURRENT EVENNESS
Due to a significant relationship between evenness changes
over the past years and its current values, previous measure-
ments were taken into account in the analyses of the current
pavement evenness. The input vector was modified to include
the evenness result from a previous period as well. Two lengths
of previous periods were assumed: 2 years and 4 years. For
each of the adopted periods, evenness modeling was perfor-
med using the same research procedures and assessment crite-
ria. The obtained results enabled broader evaluation of changes
in evenness and influence of values from past years on the cur-
rent condition of the pavement (Fig. 9).

It was observed that reliable evaluation of the analyzed pa-
rameter was possible regardless of the assumed period of
influence of previously obtained results, adopting the
learning rate of 0.02, momentum of 0.50 or 0.51 and one
hidden layer consisting of 3 or 4 neurons. For the analyzed
set of current data, the optimum parameters were: learning
rate of 0.02, momentum equal to 0.50 and 4 neurons in the
hidden layer. In the case of analysis taking into account the
past data as well (Table 3) it was demonstrated that it is
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5. PODSUMOWANIE I WNIOSKI
W rezultacie przeprowadzonych badañ wskazano alternatyw¹
(uzupe³niaj¹c¹) metodê okreœlania stanu technicznego na-
wierzchni lotniskowych w stosunku do metod stosowanych
obecnie. Proponowana metoda wykorzystania SSN w diagno-
styce nawierzchni lotniskowych jest w stanie podwy¿szyæ wia-
rygodnoœæ oceny zdolnoœci eksploatacyjnej obiektów komuni-
kacyjnych. Metoda ta mo¿e byæ pomocna w globalnym
planowaniu modernizacji i remontów obiektów lotniskowych,
których cechy konstrukcyjne i materia³owe s¹ porównywalne.
Wykorzystanie SSN nie musi ograniczaæ siê tylko do okreœla-
nia iloœci i zakresu robót, ale daje mo¿liwoœæ uwzglêdnienia
specyfiki obiektu oraz wnikania w kompozytow¹ strukturê
wbudowywanych materia³ów i warstw konstrukcyjnych. Za-
stosowanie w praktyce budownictwa lotniskowego sieci neu-
ronowych mo¿e u³atwiæ miêdzy innymi dobór odpowiednio
wyspecjalizowanych wykonawców oraz racjonalne wykorzy-
stanie œrodków rzeczowych i finansowych. Z przeprowadzo-
nych analiz nie wynika jednoznacznie mo¿liwoœæ uwzglêdnie-
nia niektórych czynników, które maj¹ wp³yw na stan
techniczny nawierzchni lotniskowych, m.in.: wp³ywy œrodo-
wiska naturalnego, b³êdy w projektowaniu i wykonawstwie,
niew³aœciwa eksploatacja i inne zdarzenia losowe. Dostrzega
siê równie¿ wp³yw wielu wzajemnie powi¹zanych czynników,
które mog¹ decydowaæ o stanie technicznym nawierzchni
w wymiarze wielokryterialnym. Przedstawiona koncepcja wy-
korzystania SSN jest w stanie podwy¿szyæ wiarygodnoœæ oce-
ny technicznej nawierzchni lotniskowych, nie eliminuj¹c kla-
sycznych metod diagnostyki, wymaga to jednak gruntownej
znajomoœci zwi¹zków przyczynowo-skutkowych wystê-
puj¹cych w analizowanym problemie.
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