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STRESZCZENIE. Omówiono mo¿liwoœci stosowania metod obliczeniowych nawi¹zuj¹cych

do trzech podstawowych rozwi¹zañ tzw. sztucznej inteligencji. S¹ to sztuczne sieci neurono-

we, metody uczenia siê maszyn, i metody algorytmów genetycznych. W tych wszystkich wypa-

dkach u¿ytkownik nie musi obmyœlaæ modelu badanego zjawiska, poniewa¿ system uczy siê

na podstawie przedstawionych przyk³adów, generuj¹c nastêpnie odpowiedzi w postaci poszu-

kiwanych wartoœci atrybutów, w formie prawid³owego klasyfikowania nastêpnych przyk³adów o

tej samej, ustalonej strukturze lub w postaci formu³owania regu³ (uogólnieñ) opisuj¹cych dane

zjawisko. Nieco bli¿ej omówiono rozwi¹zania sieci Fuzzy ARTMAP oraz programu AQ19.

1. WPROWADZENIE

W naukach in¿ynierskich uogólnianie wyników obserwacji zwi¹zane jest tradycyjnie
z tworzeniem modeli, w szczególnoœci tak¿e modeli oœrodków ci¹g³ych. W ten spo-
sób opracowane zosta³y rozmaite formu³y analityczne, nadaj¹ce siê do opisu – w pew-
nym przybli¿eniu – konkretnych materia³ów takich jak stal, beton, piasek, itd.

1) prof. dr hab. in¿. – Instytut Podstawowych Problemów Techniki PAN, Warszawa
2) artyku³ stanowi rozszerzon¹ wersjê referatu przygotowanego na Seminarium w dn. 26 stycznia 2004,

w IPPT PAN, zorganizowanego celem uczczenia 30 rocznicy œmierci ŒP. Prof. Zbigniewa Wasiutyñ-
skiego
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Modele pozwalaj¹ przewidywaæ zachowanie siê elementów lub konstrukcji pod
wp³ywem oddzia³ywañ zewnêtrznych, zmian wewnêtrznych oraz up³ywu czasu.
Obejmuj¹ mniej lub bardziej z³o¿one zale¿noœci miêdzy reprezentacjami si³, naprê-
¿eñ, temperatury, mas, przemieszczeñ, etc., definiuj¹c w ten sposób aparat pojêciowy
poszczególnych dzia³ów mechaniki oœrodków ci¹g³ych. W efekcie prac nad modela-
mi powsta³y, zw³aszcza w okresie ostatnich dwóch stuleci, formalizmy teorii sprê¿y-
stoœci, plastycznoœci, lepko-sprê¿ystoœci, oœrodków sypkich, cieczy i gazów, etc., [1].

Modele, o jakich mowa dotycz¹ pewnych bytów wirtualnych, w znaczeniu: „byty nie-
rzeczywiste”. Obserwacje stanowi¹ce podstawê formalnych uogólnieñ obejmowa³y
sytuacje od bardzo uproszczonych, jak w przypadku Galileusza, który przyjmowa³, ¿e
wytrzyma³oœæ prêta jest proporcjonalna do jego przekroju poprzecznego (rys. 1), po-
przez za³o¿enia Hooke’a, który postulowa³ istnienie liniowej zale¿noœci miêdzy war-
toœci¹ si³y i - mniej ju¿ intuicyjnie oczywist¹ - wielkoœci¹ odkszta³cenia, a¿ po
skomplikowane zwi¹zki ró¿niczkowe nowoczesnych teorii oœrodków ci¹g³ych, np.
cia³ liniowo sprê¿ystych.

Wszelkie kreowane przez badaczy modele nie s¹ bytami rzeczywistymi, a jedynie pe-
wnymi reprezentacjami rozwa¿anych w filozofii tzw. powszechników, (uniwersa-
liów), identyfikowanych przez podanie zestawów cech – atrybutów, wspólnych dla
pewnych zgodnie przez obserwatorów uto¿samianych pojêæ. Termin „zgodnie” do-
tyczy tu intencji uto¿samiania, bynajmniej nie zaœ zgody, co do konkretnego doboru
cech i przypisywanych im znaczeñ.

Z chwil¹, gdy badacz wyobrazi sobie, co oznacza oœrodek sprê¿ysty, plastyczny, kru-
chy, czy jakikolwiek inny, opis danego modelu jest zakoñczony, zosta³ on jakby „za-
mro¿ony”. Model jest zatem w tym momencie ustalony z dok³adnoœci¹ do danych
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Rys.1. Próba na rozci¹ganie

wg Galileusza

Fig.1. A tensile strength test,

according to Galileo



liczbowych, którymi s¹ wartoœci parametrów danego modelu. Owe parametry - cha-
rakterystyki materia³owe - mog¹ mieæ rozmaite wartoœci liczbowe, natomiast sposób
globalnego zachowania siê danego materia³u zosta³ ju¿ przes¹dzony.

Za³o¿enia modelu stanowi¹ zatem wyraŸne ograniczenie opisów danego cia³a, zjawi-
ska, konstrukcji, itd. Jest odrêbn¹ kwesti¹ na ile owe ograniczenia s¹ uœwiadamiane
przez in¿ynierów pos³uguj¹cych siê danym opisem. Np. czêsto nie uœwiadamiamy
sobie, ¿e w za³o¿eniach liniowej teorii sprê¿ystoœci nie wystêpuje granica sprê¿ysto-
œci czy wytrzyma³oœæ oœrodka. Upraszczaj¹c sytuacjê do modelu jednowymiarowego
mo¿na wyobra¿aæ sobie, ¿e zwi¹zek miêdzy naprê¿eniem i odkszta³ceniem pozostaje
liniowy w ca³ym daj¹cym siê pomyœleæ zakresie zmiennoœci, od naprê¿eñ ujemnych
na dowolnym poziomie do dowolnie wysokich naprê¿eñ dodatnich. W tej sytuacji te-
oria sprê¿ystoœci opisuje pewien nierealny œwiat materia³ów „nieskoñczenie wytrzy-
ma³ych”. Wystêpuj¹ca tu sprzecznoœæ z obserwacjami œwiata rzeczywistego mo¿e
byæ w licznych sytuacjach pominiêta, co nastêpuje w efekcie przyjêcia ukrytego (a
czêsto i nieœwiadomego!) za³o¿enia, ¿e rozwa¿ane s¹ tylko „ma³e odkszta³cenia”.

Rozwijaj¹c mechanikê oœrodków ci¹g³ych badacze tworzyli modele (czyli materia³y
wirtualne) równie¿ takie, których oczywistoœæ dla ludzkiej intuicji bywa³a przynaj-
mniej dyskusyjna, jak np. w wypadku teorii sprê¿ystoœci mikropolarnej Cosseratów.
Prace analityczne kontynuowano jednak nawet i w tych sytuacjach, a motywacj¹
mog³y byæ np. potrzeby estetyczne matematyka. PóŸniej wyniki mog³y okazaæ siê
zreszt¹ przydatne, chocia¿ w innym zakresie ni¿ pierwotnie podjête poszukiwania.

Najczêœciej stwierdzano jednak rozbie¿noœci zachowania siê kolejnych modeli z rze-
czywistoœci¹ i proponowano nowe modele. To jak model pozwala opisywaæ rzeczy-
wistoœæ mog³o zreszt¹ nie byæ ³atwe do stwierdzenia, poniewa¿ im bardziej z³o¿one
s¹ opisy, tym mniej bezpoœrednie s¹ eksperymenty pozwalaj¹ce okreœliæ sta³e mate-
ria³owe na podstawie doœwiadczenia.

Bardziej skomplikowane opisy modelowych materia³ów zwi¹zane s¹ z k³opotami ra-
chunkowymi przy przewidywaniu zachowania siê ca³ych konstrukcji. Historycznie
rzecz bior¹c modyfikacje opisów polega³y najpierw na upraszczaniu notacji, np. w
teorii sprê¿ystoœci przejœcie od bardzo niewygodnych oznaczeñ naprê¿eñ i od-
kszta³ceñ w podrêcznikach Love’a, poprzez indeksow¹ notacjê Einsteina, a¿ do no-
woczesnej notacji absolutnej, a potem przez usprawnianie obliczeñ w postaci
rozmaitych metod numerycznych, przede wszystkim metod elementów skoñczo-
nych.

Nasuwa siê pytanie czy pos³ugiwanie siê takimi szczegó³owo okreœlonymi modelami
jest wy³¹cznym sposobem przewidywania zachowania siê konstrukcji czy materia³u.
Otó¿ nie jest to rozwi¹zanie jedyne. Profesor Zbigniew Wasiutyñski propagowa³ w la-
tach szeœædziesi¹tych epistemologiczne has³o: „Jedynym prawdziwym modelem od-
kszta³calnoœci cia³a sta³ego jest to cia³o; nie wynajdujcie innych”, [2]. Sens tego
wezwania ujawnia siê, jeœli termin cia³o odnieœæ nie do indywidualnego przypadku kon-
kretnej próbki czy elementu, ale do odpowiadaj¹cego mu pojêcia ogólnego, w pewnej
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zbiorowoœci materia³ów, tworzyw, elementów konstrukcyjnych, który cz³owiek – ob-
serwator sk³onny jest klasyfikowaæ do daj¹cej siê zidentyfikowaæ kategorii. W szcze-
gólnoœci mo¿e to byæ np. rodzina elementów betonowych, wykonanych przy
zastosowaniu œciœle okreœlonych sk³adników, przy zadanym re¿imie technologicznym,
w okreœlonym wieku, itd., eksploatowanych w wybranym stanie naprê¿enia.

Przez akt zaklasyfikowania obserwator wyró¿nia pewn¹ kategoriê materia³ów (kon-
strukcji, rozwi¹zañ, etc.), po czym mo¿e podejmowaæ wysi³ki w kierunku uzyskania
praktycznie przydatnych wniosków na jej temat – wniosków iloœciowych lub jako-
œciowych. Np. przewidywania wytrzyma³oœci w danym stanie naprê¿enia, oceny
trwa³oœci materia³u przy znanych oddzia³ywaniach, a tak¿e wynajdywania regu³ do
projektowania i optymalizowania wybranej klasy materia³ów.

Wszelkie dostêpne informacje na temat zachowania siê rozumianego w sposób po-
wy¿ej opisany cia³a sk³adaj¹ siê na bazê wiedzy na jego temat. Wiedza odpowiada
rozpoznaniu, jakie reakcje – odpowiedzi - odpowiadaj¹ otrzymywanym bodŸcom
(sygna³om). Podstawowy zasób ludzkiej wiedzy (nie tylko in¿ynierskiej) jest w³aœnie
z takim rozpoznawaniem zwi¹zany.

Wraz z epok¹ rozwoju komputerów pojawi³a siê mo¿liwoœæ automatyzacji prze-
kszta³cania i eksploatacji wiedzy dostêpnej w doœwiadczeniu. Upowszechnienie ma-
szyn cyfrowych udostêpni³o narzêdzia w sensie urz¹dzeñ elektronicznych
(hardware), a równie wa¿nym elementem postêpu sta³ siê rozwój informatyki, w ra-
mach której powsta³y ca³e generacje odpowiedniego oprogramowania (software).

Specyficzny typ oprogramowania jest rozwijany na ca³ym œwiecie jako metody sztu-
cznej inteligencji, (SI). Okreœlenie „sztuczna inteligencja” jest zdaniem pisz¹cego te
s³owa sformu³owaniem niefortunnym i stanowi w³aœciwie sprzecznoœæ, (tzw. oksy-
moron – okreœlenie wewnêtrznie sprzeczne, takie jak np.: „sucha woda”). Lepszymi
okreœleniami s¹, zapewne, znacznie mniej efektowne - „miêkkie metody obliczenio-
we” lub „metody komputacyjne”. Inteligencja jest cech¹ jedynie podmiotów ¿y-
wych, natomiast nie wydaje siê, aby mog³a stanowiæ cechy programu, daj¹cego siê
zapisaæ na kartkach papieru. Realizacja programu komputerowego mo¿e
wywo³ywaæ w ludzkim obserwatorze z³udzenie kontaktu z bytem rozumnym i suwe-
rennym, i mo¿e byæ nawet zaskakuj¹ca (skutkiem niedoinformowania obserwatora),
jednak program – w odró¿nieniu od cz³owieka - dzia³a „tak jak musi”, czyli nie posia-
da atrybutu wolnoœci, (wolnoœci wyboru, chocia¿by b³êdnego). Dotykamy w ten spo-
sób zagadnieñ filozoficznych, które nie s¹ dalej rozwa¿ane. Zasygnalizowany tu
problem semantyczny nie ma zreszt¹ wiêkszego znaczenia w zastosowaniach in¿y-
nierskich, i przy podanym powy¿ej zastrze¿eniu wypada uznaæ termin „sztuczna in-
teligencja” (SI) za wygodny skrót myœlowy.

Postêp w dziedzinie informatyki zaowocowa³ na przestrzeni ostatniego pó³wiecza
nie tylko rozwojem komputerów i jêzyków programowania, ale tak¿e rozwojem ta-
kich szczególnych dziedzin jak sztuczne sieci neuronowe, metody uczenia maszyn
oraz metody algorytmów genetycznych. Wymienionych trzech ujêæ dotyczy tekst
poni¿ej. Do tych samych metod mo¿na by zaliczyæ tak¿e niektóre metody statystyki,
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metody zbiorów rozmytych i zbiorów przybli¿onych (Fuzzy Sets, Rough Sets) oraz
specyficzne metody z zakresu eksploracji danych (Data Mining). Zagadnienia te nie
s¹ dalej opisywane.

Procedury SI s¹ szczególnie przydatne w zagadnieniach uznawanych za nie-algory-
tmiczne, tzn. takich, co do których nie tylko rozwi¹zanie jest nieznane, ale niekiedy
nie jest nawet pewne czy odpowiednie rozwi¹zanie istnieje. W œcis³ym sensie w ty-
powych zagadnieniach in¿ynierskich, (teoria konstrukcji, in¿ynieria materia³owa),
problemy nie-algorytmiczne nie wystêpuj¹. Jako przyk³ady mo¿na natomiast wymie-
niæ zagadnienia poza in¿ynierskie, takie jak problemy gry w szachy, wykrywania na-
du¿yæ, rozumienia tekstu. Funkcjonalnoœæ umys³u ludzkiego pozwala radziæ sobie w
wielu podobnych sytuacjach, czego nie s¹ w stanie czyniæ „sztywne” algorytmy obli-
czeniowe. Upodobnienie dzia³ania automatycznego do rozumowania ludzkiego po-
lega na pos³ugiwaniu siê obliczeniowymi metodami okreœlanymi jako „miêkkie”,
tzn. takie, w których funkcjonowanie systemu jest modyfikowane w zale¿noœci od
analizowanych przez system danych.

Wzmiankowane tu wnioskowanie zwi¹zane jest albo z przeszukiwaniem bardzo licz-
nych zbiorów danych albo, przynajmniej, z wielokrotnym analizowaniem tych sa-
mych danych (tzw. kolejne epoki nauczania). W efekcie stanowi to pewne
przybli¿enie sposobów heurystycznego rozumowania cz³owieka, który zmierza w
kierunku uzyskania rozwi¹zania „s³usznego”, chocia¿ niekoniecznie optymalnego.
Chodzi wówczas o pewne kryterium raczej zadowalaj¹ce ni¿ optymalne, o badanie
rozmaitych mo¿liwoœci, bez gwarancji sukcesu, z oczywistym ryzykiem pomy³ek,
etc. Sztywne algorytmy z regu³y nie uwzglêdniaj¹ podobnych mo¿liwoœci.

Szczegó³ami i implementacj¹ metod opisywanych poni¿ej zajmuj¹ siê liczne oœrodki
badañ informatycznych. Celem niniejszego tekstu jest jedynie zwrócenie uwagi œro-
dowiska in¿ynierii l¹dowej na mo¿liwoœci, jakie obecnie otwiera rozwój owych me-
tod „Sztucznej Inteligencji”.

2. SZTUCZNE SIECI NEURONOWE

Sztuczne sieci neuronowe (SSNy) s¹ uk³adami s³u¿¹cymi do przekszta³cania danych
liczbowych w sposób, który jest wzorowany na funkcjonowaniu komórek nerwo-
wych w mózgu; st¹d zreszt¹ metafora przyjêta w ich nazwie. Otwieraj¹ one intere-
suj¹ce mo¿liwoœci obliczeniowe, a w Polsce in¿ynierskimi zastosowaniami SSNów
najbardziej zajmowano siê w zespole Prof. Waszczyszyna (Politechnika Krako-
wska).

Na poziomie elementarnym sztuczny neuron przekszta³ca wejœciow¹ informacjê w po-
staci ³añcucha binarnego (tzn. z³o¿onego z zer i jedynek) w wyjœciow¹ wartoœæ, któr¹
w tym najprostszym przypadku stanowi równie¿ albo zero albo jedynka (rys. 2). Jak
wiadomo za pomoc¹ ci¹gów zer i jedynek ³atwo mo¿na zakodowaæ dowolne liczby, te-
ksty, itd. Przekszta³cenie danych w neuronie polega na mno¿eniu wartoœci wejœcia
przez odpowiednie mno¿niki, czyli tzw. wagi, zsumowaniu uzyskanych iloczynów i
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normalizacji wyniku przy pomocy pewnej funkcji progu ( f ) tak, aby ostatecznym re-
zultatem by³a ponownie liczba ze zbioru {0, 1}. W bardziej zaawansowanych roz-
wi¹zaniach u¿ytkownik operuje i na wejœciu i na wyjœciu wektorami liczb
dziesiêtnych.

Jeœli nauczanie przebiega w trybie pod nadzorem, (supervised), wówczas warto-
œciom wejœciowym – bodŸcom, które wprowadzane s¹ do obliczeñ w neuronie, towa-
rzysz¹ wartoœci wyjœciowe – reakcje. W zwi¹zku z tym mo¿liwe jest takie ustawienie
wartoœci wag (w

i
), aby okreœlonym kombinacjom zer i jedynek na wejœciu towarzy-

szy³y wartoœci bliskie odpowiedziom oczekiwanym na wyjœciu, tzn. reakcjom. Dla
pewnej skoñczonej liczby wzorców system wag da siê nastawiæ tak, ¿e uk³ad neuronu
obliczaæ bêdzie poprawne odpowiedzi. Liczba ta zale¿y od stopnia z³o¿onoœci uk³adu
neuronów, tzn. od struktury sieci.

W przedstawionym tu schemacie myœlowym u¿ytkowania sztucznych sieci neurono-
wych ukryte jest istotne za³o¿enie, ¿e dane treningowe, tzn. te, których dotyczy ucze-
nie systemu, zawieraj¹ pewn¹ „strukturê”, ¿e pewne sytuacje (zdarzenia) powtarzaj¹
siê w nich, i dane nie s¹ przypadkowym zbiorem liczb, np. o charakterze „bia³ego
szumu”, (mieszanina sygna³ów o wszelkich mo¿liwych czêstotliwoœciach). Jeœli
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Rys.2. Idea przetwarzania danych (binarnych) w neuronie sztucznym – elemencie

sztucznej sieci neuronowej, wzorowanej na obserwacjach biologicznych,

(xi – wartoœci sygna³ów, wi – wartoœci tzw. wag, f – pewna funkcja dyskryminacyjna)

Fig.2. Transformation of binary data in an artificial neuron, which is a basic element

of artificial neural networks. The idea follows general biological observations,

(xi –signals, wi – weights, f – a certain discrimination function)



dane bêd¹ zmieniaæ siê w sposób przypadkowy konstruowanie i eksploatacja sieci
pozbawiona jest sensu.

W sztucznej sieci neuronowej dopasowanie wartoœci wag nastêpuje samoczynnie,
np. w formie sprzê¿enia zwrotnego. Mo¿na wówczas mówiæ, ¿e system nauczy³ siê
rozpoznawaæ zaprezentowane mu wzorce. Szczegó³y realizacji rozmaitych roz-
wi¹zañ SSN omawiane s¹ w licznych monografiach i podrêcznikach, np. [3]. Uczenie
siê realizowane jest na ogó³ przez kolejne przepuszczanie przez system tych samych
danych (tzw. epoki nauczania), dane mog¹ jednak wystêpowaæ równie¿ w formie
ci¹gu czasowego, (np. pochodz¹cego z obserwacji meteorologicznych), i uczenie
przebiegaæ bêdzie np. do momentu, gdy stany wewnêtrzne (wagi) przestan¹ ulegaæ
zmianom. Sposób przekazywania informacji o ró¿nicy miêdzy wartoœci¹ wzorca i
wynikiem obliczeñ (b³êdu) tak, ¿eby sieæ „dostraja³a siê” do otrzymywanych danych,
jest jednym z podstawowych zadañ teorii sztucznych sieci neuronowych, i wraz z
opisem topologii sieci (rozmieszczeniem i po³¹czeniami neuronów) okreœla tzw. ar-
chitekturê sieci.

W bardziej z³o¿onych systemach sztucznych sieci neuronowych analizowane dane
mo¿na wyobra¿aæ sobie jako uk³ady liczb dziesiêtnych, zarówno po stronie wejœcia –

np. x x x xi i i i= ( , , , ... , )
1 2 3

x n

i , jak i wyjœcia y y y y yj j j j

m

j= ( , , , ... , )
1 2 3

– rysunek 3,

( j – identyfikuje tu kolejne obserwacje, czyli kolejne rekordy). Nauczenie siê przez
sieæ rozpoznawania wzorców podawanych na wejœciu oznacza w praktyce odtworze-
nie przez uk³ad sieci odwzorowania przestrzeni liczb rzeczywistych n wymiarowych
w przestrzeñ m wymiarow¹. Na przyk³ad mo¿e to stanowiæ odwzorowanie przestrze-
ni sk³adów mieszanek betonowych w przestrzeñ wytrzyma³oœci betonów wykona-
nych z owych mieszanek. Liczba struktur, jakie mo¿e sieæ rozpoznaæ uwarunkowana
jest zarówno charakterystykami wprowadzanych danych, (wartoœci n i m), jak i bu-
dow¹ warstw ukrytych. Jako „ukryte” okreœla siê warstwy sk³adaj¹ce siê z neuronów
wewnêtrznych, do których u¿ytkownik z regu³y nie ma dostêpu. Po dostosowaniu
wartoœci wag podczas kolejnych epok nauczania sieæ mo¿e formu³owaæ prognozy
odnoœnie do spodziewanych wartoœci wektora wyjœcia odpowiadaj¹cych podanej
wartoœci wektora wejœcia. Uczenie mo¿e dotyczyæ równie¿ ustawicznie zmie-
niaj¹cych siê danych dostarczanych z jakiegoœ rzeczywistego procesu, który ma cha-
rakter dynamiczny.

Sieci mog¹ uczyæ siê rozpoznawania kombinacji zestawów liczb pochodz¹cych z pe-
wnego zbioru oraz mog¹ tak¿e nauczyæ siê rozpoznawania odpowiednio zakodowa-
nych sygna³ów akustycznych, obrazów, itp., chocia¿ zakodowane rekordy mog¹
wygl¹daæ zupe³nie niezrozumiale dla cz³owieka (por. np. dalej – sygna³y na rysun-
ku 5), jednak sieæ jest w stanie wykryæ w nich obecnoœæ pewnych skupieñ, lub innych
charakterystycznych rozk³adów. Po wytrenowaniu (nauczeniu) sieci pozwala to na
identyfikacjê np. dŸwiêków czy form geometrycznych. Zakres rozpoznawania jest
jednak¿e zawsze ograniczony „doœwiadczeniem” sieci, tzn. zbiorem przyk³adów, ja-
kich dostarczono sieci w fazie nauczania. Próby ekstrapolacji poza zakres zbiorów
treningowych (ucz¹cych) s¹ jednak¿e bardzo ryzykowne.
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Stosunkowo najbardziej rozpowszechnionym rozwi¹zaniem sztucznych sieci neuro-
nowych jest sieæ ze wsteczn¹ propagacj¹ b³êdu, BP, (Back Propagation). Sieci tego
typu ucz¹ siê raczej powoli i maj¹ tendencjê do poprawnego odtwarzania stosunkowo
g³adkich odwzorowañ, pozbawionych nieci¹g³oœci. Natomiast, gdy w danych wystê-
puj¹ silne niejednorodnoœci sieci te równie¿ wtedy generuj¹ odwzorowania ci¹g³e,
które mog¹ byæ w oczywisty sposób b³êdne. Inne koncepcje tzw. architektury sieci
ukierunkowane s¹ na specyficzne zagadnienia, np. tzw. sieci komórkowe przydatne
w zakresie rozpoznawania obrazów.

Korzystne doœwiadczenia w przypadku silnie niejednorodnych danych z zakresu te-
chnologii betonu uzyskano stosuj¹c sieæ Fuzzy ARTMAP, [4]. W przypadku tego
rozwi¹zania w trybie uczenia pod nadzorem wspó³pracuj¹ ze sob¹ dwa uk³ady oparte
na koncepcji ART, (Adaptive Resonance Theory). Odmiennie ni¿ w wypadku sieci
BP poszczególne uk³ady ART s¹ systemami pracuj¹cymi bez nadzoru, (unsupervi-
sed). Rekordy ucz¹ce analizowane s¹ równolegle i niezale¿nie w warstwie atrybutów
wejœciowych (input – impulsy, bodŸce, przyczyny) i wyjœciowych (output – reakcje,
skutki), oddzielnie klasyfikuj¹c wejœciowe i wyjœciowe fragmenty rekordów jako
„podobne”, (na zasadzie bliskoœci tych rekordów wg odpowiednio okreœlonej metry-
ki). System Fuzzy ARTMAP rozbudowuje oddzielny blok pamiêci (blok odwzoro-
wuj¹cy) powi¹zañ pomiêdzy kategoriami wejœcia i wyjœcia, zapamiêtuj¹c w ten
sposób, jakie zestawy danych (np. o sk³adzie betonu) odpowiadaj¹ okreœlonym
w³aœciwoœciom materia³u (np. okreœlonej wytrzyma³oœci), rysunek 3.
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Rys.3. Koncepcja sieci Fuzzy ARTMAP. Wektorom danych wejœciowych x odpowiadaj¹

wektory danych wyjœciowych y

Fig.3. The Fuzzy ARTMAP network concept. To the input data vectors x correspond

output data vectors y



Eksperymenty z zaimplementowan¹ w œrodowisku Windows sieci¹ typu Fuzzy
ARTMAP obejmowa³y analizê bazy danych, w której sk³ad betonu opisywany by³
przez 6 atrybutów (zawartoœci wody, cementu, kruszywa drobnego, kruszywa grube-
go, py³ów krzemionkowych i superplastyfikatora), a jedynym atrybutem na wyjœciu
by³a wytrzyma³oœæ betonu na œciskanie. Baza danych zestawiona zosta³a na podsta-
wie publikacji w raportach i czasopismach technicznych. Na rysunku 4 pokazano
wyniki przewidywania (predykcji) uzyskane po wytrenowaniu sieci, podczas rozpo-
znawania rekordów testowych, które nie wystêpowa³y w zbiorze ucz¹cym. Zade-
monstrowany wynik nale¿y uznaæ za korzystny, poniewa¿ zawiera daj¹ce siê
zweryfikowaæ pozytywnie uogólnienia, uzyskane w sposób automatyczny, danych
zawartych w raportach i publikacjach powsta³ych w laboratoriach z ró¿nych krajów,
bez przestrzegania ustalonych re¿imów badañ, z nieprecyzyjnymi opisami wyników,
itd.

W odró¿nieniu od sieci rekurencyjnych (np. opartych na koncepcji wstecznej propa-
gacji b³êdu) Fuzzy ARTMAP mo¿e nie rozpoznawaæ rekordów testowych, jeœli do-
statecznie podobne do nich rekordy nie wyst¹pi³y w zbiorze trenuj¹cym. Jest to
wa¿ne, aby w podobnej sytuacji sieæ powstrzyma³a siê w³aœnie od sugerowania jakie-
kolwiek odpowiedzi, poniewa¿ podawanie jako odpowiedŸ wartoœci wynikaj¹cych z
ci¹g³oœci funkcji odpowiedzi (interpolacja) nie ma logicznego uzasadnienia. Na po-
kazanym na rysunku 4 wykresie, uzyskanym z pomoc¹ specjalnie opracowanej w
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Rys. 4. Wynik przewidywania (predykcji). Program rozpozna³ 50 rekordów na 156

pokazanych. B³¹d rozpoznania œrednio 10%. Kwadrat wspó³czynnika korelacji

wyniós³ ok. 0,97

Fig.4. Results of a prediction. The program was able to recognize 50 records out of 156

records submitted for testing. The error of recognition was on average 10%.

The square of correlation coefficient was about 0.97



IPPT PAN implementacji algorytmu Fuzzy ARTMAP, rozpoznanych zosta³o tylko
50 rekordów (spoœród 156 rekordów testowych, które nie wystêpowa³y w danych
ucz¹cych), ale wspó³czynnik korelacji miêdzy wartoœciami oczekiwanymi i progno-
zowanymi uzyskano wysoki (r=0,984). Warto dodaæ, ¿e próby predykcji w zakresie
tych samych danych przy pomocy sieci BP trwa³y d³ugo i nie przynios³y powodzenia.

Przyk³ad dobitnie pokazuj¹cym przydatnoœæ sztucznych sieci neuronowych w pro-
blemach trudnych do analizy przez cz³owieka zosta³ opisany w [5]. Stan uszkodzenia
pewnej konstrukcji trójkondygnacjowej oceniany mia³ byæ na podstawie wykresu
zanotowanego na umieszczonym na niej rejestratorze drgañ, który notowa³ wstrz¹sy
spowodowane fal¹ trzêsienia ziemi, okreœlon¹ poprzez zmiany amplitudy w czasie,
rysunku 5. Dla cz³owieka wszystkie takie sygna³y wydaj¹ siê doœæ podobne i trudne
do odró¿nienia jedne od drugich. Sieæ (BP) nauczana by³a zestawem danych z³o¿o-
nych z 200 wartoœci wynikaj¹cych z przekszta³cenia sygna³u przy pomocy szybkiej
transformacji Fouriera do domeny czêstotliwoœci, którym towarzyszy³a informacja,
która z trzech kondygnacji zosta³a uszkodzona i w jakim stopniu, (mo¿liwe wartoœci
stanu uszkodzenia rozró¿niano jedynie jako 0%, 50% lub 75%). Po wytrenowaniu
sieæ by³a w stanie dokonywaæ predykcji stanu konstrukcji na podstawie rozpoznania
sygna³u z rejestratora.
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Rys.5. Ustrój ramownicowy o trzech kondygnacjach uleg³ uszkodzeniom skutkiem

oddzia³ywañ sejsmicznych (powsta³y zarysowania). Sztuczna sieæ neuronowa

pos³u¿y³a do identyfikacji miejsca i stopnia uszkodzenia, [5]

Fig.5. A three story frame was damaged due to earthquake, (appearance of cracks).

Artificial neural network was applied to identify the member damage, [5]



Przyk³ad ten pokazuje, ¿e rozpoznawanie uszkodzenia mo¿e odbywaæ siê automaty-
cznie, bez potrzeby przyjmowania przez obserwatora jakichkolwiek za³o¿eñ odnoœ-
nie do przebiegu procesu niszczenia danego ustroju.

SSNy stosowane by³y w najró¿niejszych zagadnieniach, np. – jak powy¿ej - przy roz-
poznawaniu stanu uszkodzenia konstrukcji na podstawie analizy sygna³u akustycz-
nego, przy obliczaniu elementów ¿elbetowych na drodze interpolacji pewnej rodziny
rozwi¹zañ wyznaczanych metodami elementów skoñczonych, przy ocenie stanu
konstrukcji na podstawie uogólniania ocen ekspertów, [6].

Sztuczne sieci neuronowe funkcjonuj¹ na danych kompletnych, w których wystêpuj¹
wszystkie wartoœci atrybutów, a dane s¹ liczbami rzeczywistymi. W wypadku, gdy
wartoœci niektórych atrybutów nie s¹ okreœlone, musz¹ byæ one odgadniête i uzu-
pe³nione, albo te¿ z odpowiednich rekordów trzeba w ogóle zrezygnowaæ.

Gdy w bazie danych wystêpuj¹ zmienne nominalne mo¿na podejmowaæ próby odpo-
wiedniego kodowania atrybutów przy pomocy liczb naturalnych, jednak nie jest to
zabieg obojêtny dla poprawnego dzia³ania sieci. Alternatywnym rozwi¹zaniem jest
wówczas dodawanie tylu nowych atrybutów wejœciowych o charakterze zmiennych
boolowskich (wartoœci „tak” lub „nie”), ile ró¿nych wartoœci ma dany atrybut nomi-
nalny. Jest to rozwi¹zanie ideowo poprawne, ale mo¿e powa¿nie powiêkszaæ rozmia-
ry sieci. Dodatkowo, w wypadku gdyby chodzi³o o atrybuty wyjœciowe, sieæ
musia³aby byæ wyposa¿ona w odpowiedni mechanizm eliminacji dwuznacznoœci,
poniewa¿ wykluczona powinna zostaæ np. mo¿liwoœæ pojawienia siê jednoczeœnie
kilku wartoœci „tak” (by³by to wówczas wynik sprzeczny), nowych atrybutów stano-
wi¹cych rozwiniêcie pojedynczego, oryginalnego atrybutu nominalnego.

3. METODY UCZENIA SIÊ MASZYN

Sztuczne sieci neuronowe posiadaj¹ swoiste ograniczenia. Natomiast ograniczenia,
¿e analizowane bazy danych powinny zawieraæ wy³¹cznie atrybuty iloœciowe, i nie
mog¹ w nich wystêpowaæ ubytki lub nieokreœlonoœci, nie ma na ogó³ w algorytmach
z zakresu uczenia siê maszyn – MUM (ang. Machine Learning ML). Istnieje szereg
programów typu MUM, zarówno komercyjnych jak i ogólnego dostêpu (freeware
lub sharewaree), okreœlanych czêsto jako procedury przeszukiwania danych (pene-
tracji danych - ang. Data Mining), [7]. Znakomita wiêkszoœæ publikacji na ten temat
nie dotyczy zagadnieñ in¿ynierii l¹dowej, [7 - 10], chyba ¿e w odniesieniu do zagad-
nieñ organizacji transportu, [11 - 12].

Podobnie jak w innych metodach SI zasadniczym elementem metod MUM jest zdo-
bywanie wiedzy na podstawie przyk³adów. Stosowanych jest najczêœciej jeden z
dwóch sposobów wykrywania struktur w danych: drzewa decyzyjne lub metody in-
dukcyjne. Dotyczyæ ich bêdzie tekst poni¿ej. Wzmiankowane tutaj struktury danych,
sk³adaj¹cych siê z rekordów, mog¹ byæ badaj¹cemu znane, i wówczas chodzi o ich
identyfikacjê i ocenê, lub te¿ mog¹ byæ nieznane, i wówczas chodzi o wytypowanie
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odpowiednich regu³ klasyfikacji danych, które mo¿na nastêpnie weryfikowaæ, uogól-
niaæ lub bezpoœrednio stosowaæ.

Drzewa decyzyjne tworzone s¹ przez stopniowy podzia³ danych na podzbiory w zale-
¿noœci od wartoœci wyszczególnionych parametrów, które potem ³¹czone s¹ w jeden
uk³ad – graf drzewa. Œledz¹c œcie¿ki grafu mo¿na potem sformu³owaæ regu³y odpo-
wiadaj¹ce po¿¹danej przez u¿ytkownika decyzji. Metody indukcyjne rozpoczynaj¹
dzia³anie od przypadkowego okreœlenia pierwszej regu³y, okreœlaj¹cej poszukiwany
rezultat. Celem utworzenia nastêpnej regu³y rozwa¿ane s¹ tylko te rekordy, których ta
poprzednia regu³a nie obejmuje, i tak dalej, a¿ do wyczerpania ca³oœci danych. W obu
wypadkach analiza danych wsparta jest ocenami statystycznymi.

Na koñcu postêpowania istotnym problemem jest interpretacja wyników i mo¿liwo-
œci dodatkowych uproszczeñ uzyskanych regu³. Uzyskane rezultaty mog¹ byæ anali-
zowane przy pomocy tego samego programu MUM, lub korzystaj¹c z ³atwo
dostêpnych arkuszy kalkulacyjnych (np. MS Excel), jednak zawsze sprawdzenia na-
le¿y dokonywaæ korzystaj¹c z danych, które nie by³y u¿yte w fazie nauczania syste-
mu.

Wszystkie rekordy bazy danych musz¹ spe³niaæ pewne warunki formalne, polegaj¹ce
na tym, ¿e ka¿dy atrybut mo¿e przybieraæ wartoœci jedynie ze œciœle okreœlonej dome-
ny. Oznacza to, ¿e w wypadku atrybutów ci¹g³ych (stanowi¹cych odpowiednik liczb
rzeczywistych) podaæ nale¿y zakres zmiennoœci, w wypadku atrybutów struktural-
nych – trzeba okreœliæ strukturê, a w wypadku atrybutów nominalnych – zestawiæ listê
dopuszczalnych wartoœci tego atrybutu, (tzw. wartoœci legalne). Z zachowaniem
wspomnianych wymagañ baza danych zapisana musi byæ w postaci odpowiedniego
jednego lub kilku pliku tekstowych (skryptów), gdzie poza szczegó³ami rekordów i
definicj¹ struktury bazy sformu³owane mog¹ byæ rozmaite informacje dodatkowe, ta-
kie jak hipotezy sugerowane przez u¿ytkownika, koszty okreœlania poszczególnych
atrybutów, wymagania co do stopni ogólnoœci lub szczególnoœci oczekiwanych regu³,
itd.

Ogóln¹ ideê funkcjonowania systemu MUM ilustruje rysunek 6: po zaprezentowaniu
systemowi dwóch (lub wiêcej) odmiennych zestawów danych, system wynajduje
regu³y pozwalaj¹ce na rozró¿nienie, z którego zbioru pochodzi dowolny rekord do tej
pory nie analizowany.

Sposób funkcjonowania procedur ML zostanie przedstawiony na przyk³adzie progra-
mu AQ19, [9], [13]. Celem dzia³ania tego programu jest wykrycie regu³, (hipotez),
tzn. zestawu zdañ orzekaj¹cych o wartoœciach atrybutów analizowanej bazy danych,
odpowiadaj¹cych podzbiorowi bazy wyspecyfikowanemu jako zbiór treningowy.

Programy z rodziny AQ realizuj¹ formu³owanie regu³ (hipotez), na podstawie
przyk³adów i kontrprzyk³adów. W zale¿noœci od nastawienia parametrów steruj¹cych
prac programu rozwa¿ane mog¹ byæ hipotezy kompletne i zgodne z danymi, dopusz-
czaj¹ce lub nie przyk³ady negatywne, hipotezy nie pokrywaj¹ce wszystkich
przyk³adów pozytywnych, lub inne kombinacje. Niektóre z nich pozwalaj¹ braæ pod
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uwagê zak³ócenia danych (ang. noise), inne pozwalaj¹ wymóc na systemie, aby
przyk³ady w¹tpliwe (ang. ambiguous, np. rekordy zduplikowane) traktowane by³y
jako pozytywne, etc.

Wszystkie regu³y formu³owane s¹ jako iloczyny logiczne lub sumy logiczne (spójni-
ki – odpowiednio – ORAZ i LUB), orzekaj¹cych zdañ elementarnych, okreœlanych
dalej jako selektory. Przyk³adami selektorów, które s¹ zaznaczane nawiasami kwa-
dratowymi, mog¹ byæ wyra¿enia:

[x = bia³y, czarny, czerwony], (gdy x by³o pewn¹ zmienn¹ nominaln¹),

[x = 2..13], (co oznacza zakres wartoœci x od 2 do 13),

[x > 5,71], (co okreœla dolne ograniczenie wartoœci x), itp.

Najczêœciej umieszczenie kilku selektorów jeden za drugim oznacza ich koniunkcjê,
(warunki musz¹ byæ spe³nione równoczeœnie), umieszczenie w kolejnych wierszach
oznacza ich dysjunkcjê, (spe³niony musi byæ którykolwiek z podanych warunków).
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Rys.6. Sposób funkcjonowania procedur MUM

Fig.6. The idea of Machine Learning procedure



Koncepcj¹ poszukiwania regu³ wg opracowanych przez R. Michalskiego algorytmów
AQ (AQ15, AQ17, AQ19, itd.; zob. np. [13]) opiera siê na dopasowywaniu do
przed³o¿onego zbioru danych tzw. „pojêæ” (ang. concept). Myœl tê ilustruje rysunek 7.
Poszczególne komórki wykresu kratkowego na rysunku odpowiadaj¹ rekordom wy-
szczególnionym w za³¹czonej tablicy. Rekordy opisane s¹ przez poszczególne kombi-
nacje wartoœci zmiennych (atrybutów): iloœæ wody, stosunek wodno cementowy, typ
kruszywa, zawartoœæ py³u krzemionkowego. Zmienne te w przyk³adowej, prostej ba-
zie danych maj¹ od 2 do 5 rozmaitych dopuszczalnych wartoœci, (np. klasy zawartoœci
py³u krzemionkowego oznaczono liczbami od „0” do „3”).

Zadaniem programu jest wykrycie regu³ pozwalaj¹cych odró¿niæ rekordy klasy „a”
od rekordów klasy „b”. Jedna z przyk³adowych hipotez, odpowiadaj¹ca sytuacji na
rysunku 7 mo¿e byæ sformu³owana jako:

Klasa "b" ⇔ [krusz=0][py³ krz.=1][w/c=3][il.wody=1]

ALBO

[krusz=1][py³ krz.=2][w/c=0][il.wody=2].

Jakkolwiek notacja tego typu wydawaæ siê mo¿e zbêdnym komplikowaniem sprawy
umo¿liwia ona automatyczne i sprawne przeszukiwanie i analizowanie du¿ych zbio-
rów danych. Wa¿ne jest, ¿e najnowsze implementacje algorytmu pozwalaj¹ na ope-
rowanie danymi ci¹g³ymi bez potrzeby dyskretyzacji uwidocznionej w powy¿szym
przyk³adzie.

Przyk³ad zawartoœci skryptu danych wejœciowych do AQ19, dotycz¹cych oceny
mrozoodpornoœci betonu pokazano na rysunku 8.
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Rys.7. Koncepcja pojêcia w uczeniu siê maszyn. Rekordy opisane s¹ wartoœciami

atrybutów okreœlaj¹cymi kategorie z uwagi na jedn¹ z piêciu mo¿liwych zawartoœci py³u

krzemionkowego, jeden z dwóch typów kruszyw, jedn¹ z trzech mo¿liwych

zawartoœci wody, itd. Ustalenie przepisu na wyspecyfikowanie poszczególnych

wartoœci atrybutów pozwala wyró¿niæ klasy zarobów „a” i „b”

Fig.7. The idea of a concept in Machine Learning. The records are described by collections

of values of the attributes. Each class is defined by a certain combination of the values

of the silica content (one of five possible values), type of aggregate (two possible types),

water content (three possible values), and water cement value (four possibilities). It is

possible to differentiate classes “a” and “b” by specifying values of these four attributes



Po uruchomieniu programu generowane s¹ uproszczone oceny statystyczne regu³,
np. liczby rekordów zgodnych z regu³¹, liczba ocen b³êdnych, stopieñ komplikacji
regu³ itd., (zob. liczby w nawiasach okr¹g³ych na rysunku 9).

Uzyskiwane regu³y generowane metodami MUM s¹ zale¿noœciami empirycznymi,
tzn. nie stanowi¹ praw fizycznych, a dotycz¹ tylko zbiorów danych u¿ytych podczas
nauki.

W pokazanym na rysunku 9 przyk³adzie, na podstawie automatycznej analizy danych
z bardzo niewielkiego zbioru obserwacji, uzyskan¹ regu³ê mo¿na sformu³owaæ np.
jako (regu³a #2, dotycz¹ca mieszanek odpornych na dzia³anie mrozu):

mieszanka betonowa nale¿y do klasy „frost_resistant” (tzn. jest odporna na
dzia³anie mrozu), jeœli spe³nione s¹ jednoczeœnie dwa warunki:

1) wytrzyma³oœæ na œciskanie jest powy¿ej 76,7 MPa,
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Rys.8. Fragmenty pliku wejœciowego danych do programu AQ19. Na rysunku zgrupowano

bloki skryptu definiuj¹ce rozpatrywane atrybuty (blok �), okreœlaj¹ce legalne wartoœci

atrybutów nominalnych (blok �) oraz rekordy w dwóch grupach przyk³adów (bloki �).

Przyk³ady po lewej dotycz¹ mieszanek odpornych na dzia³anie mrozu, te po

prawej – mieszanek nieodpornych

Fig.8. Elements of an input script for the AQ19 program. The blocks marked in the picture

list the attributes of the records (block �), the legal values of nominal attributes (block �),

and two groups of examples presented to the system (blocks �). Examples on the left side

concern concrete mixes considered to be frost resistant, those on the right side – mixes

sensitive to frost



2) do mieszanki nie dodawano py³u krzemionkowego.

Kolejne regu³y (#1 i #3) nale¿y traktowaæ jako alternatywne, tzn. ³¹czyæ je trzeba
spójnikiem LUB.

4. KONCEPCJA ALGORYTMÓW GENETYCZNYCH

Algorytmów genetyczne (GA) zwi¹zane s¹ z metaforami pojêæ pochodz¹cych z bio-
logii, a dotycz¹cych reprodukcji i dziedziczenia. Metody te s¹ przydatne przy roz-
wi¹zywaniu problemów, w których tradycyjne sposoby obliczeñ natrafiaj¹ na
trudnoœci, a proste sprawdzanie wszystkich mo¿liwoœci jest nies³ychanie pra-
coch³onne. Dotyczy to zw³aszcza takich wypadków, gdy wiedza a priori o badanym
problemie jest ograniczona.

Te same metafory wystêpuj¹ w wypadku innych technik SI, okreœlanych np. jako al-
gorytmy genetyczne, strategie ewolucyjne, programowanie ewolucyjne czy progra-
mowanie genetyczne, (ang. Genetic Algorithms – GA, Evolution Strategies – ES,
Evolutionary Programming - EP, Genetic Programming - GP). Ró¿nice miêdzy nimi
dotycz¹ raczej zastosowañ, (np. opracowywanie schematów programów komputero-
wych w wypadku GP), a nie zasadniczej idei poszukiwania rozwi¹zañ poprzez mniej
lub bardziej przypadkowe generowanie rozwi¹zañ niedoskona³ych, ocenianych póŸ-
niej celem wybrania przypadków najwartoœciowszych, które s¹ nastêpnie u¿yte do
wytworzenia nowej lepszej generacji rozwi¹zañ (rozwi¹zania lepsze s¹ w pewien
sposób „rozmna¿ane”). Wielokrotne powtarzanie zabiegów oceny, wyboru i repro-
dukcji ma skutek optymalizowania rezultatów, a analogia z odkryciami w biologii
jest oczywista.

Jakkolwiek metody GA w zadaniach optymalizacji nie gwarantuj¹ znalezienia opti-
mum globalnego, jednak zapewniaj¹ wskazanie rozwi¹zania wystarczaj¹co dobrego,
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Rys.9. Fragmenty pliku wyjœciowego - regu³y wykryte przez program AQ19

Fig.9. Elements of an output script generated by the AQ19 program. Presented

are the rules discovered by the system



i to w dostatecznie krótkim czasie. Uwaga dotycz¹ca ograniczenia czasu (“„dostate-
cznie”) jest wa¿na, poniewa¿ w niektórych wielu problemach kombinatorycznych
rozpatrzenie nawet u³amka procentu wszystkich mo¿liwoœci nie jest technicznie real-
ne. Metody ewolucyjne nie tworz¹ modeli. Ich zalet¹ jest odpornoœæ na zak³ócenia (w
szczególnoœci tzw. odpornoœæ na ekstremum lokalne), i mo¿noœæ równoleg³ej organi-
zacji obliczeñ.

Procedura GA polega na wygenerowaniu w systemie obliczeniowym (w maszynie
licz¹cej) pewnej populacji rozwi¹zañ, z³o¿onej z osobników (rozwi¹zañ), reprezen-
towanych przez tzw. chromosomy. Chromosomy to kolejna metafora biologiczna –
chodzi o pe³n¹ liczbow¹ charakterystykê rozwi¹zañ spe³niaj¹cych zadane warunki
brzegowe. Chromosomy stanowi¹ odpowiednio zakodowane w formie ³añcuchów
znaków rozwi¹zania danego zadania, np. reprezentuj¹c punkt w przestrzeni roz-
wi¹zañ dopuszczalnych. Zale¿nie od sytuacji mog¹ wystêpowaæ jako tablice liczb,
wektory, ale tak¿e regu³y i elementy programów.

W najprostszym przypadku ³añcuchy maj¹ formê binarn¹, a ka¿da kombinacja zer i
jedynek stanowi jakieœ rozwi¹zanie problemu. Na zbiorze takich chromosomów do-
konuje siê specyficznych operacji: reprodukcji „Darwinowskiej” (rozmna¿aj¹ siê naj-
lepsi), oraz modyfikacji grup osobników poprzez krzy¿owanie i mutacje. Operacja
krzy¿owania odpowiada ideowo przekazywaniu genów w akcie prokreacji: dwa
(ewentualnie wiêcej ni¿ dwa) ³añcuchy chromosomu s¹ rozrywane, po czym nastêpu-
je wymiana utworzonych w ten sposób cz³onów. Tworzone jest w ten sposób „potom-
stwo” ostatniej generacji, (rys. 10). Na zbiorze nowych chromosomów prze-
prowadzana jest ocena ich jakoœci, (ocena jakoœci odpowiadaj¹cych im rozwi¹zañ) i
selekcja – wybór osobników lepiej przybli¿aj¹cych rozwi¹zanie docelowe.

Postêpowanie przy kodowaniu rozwi¹zañ do postaci ci¹gów binarnych odpowia-
daj¹cych poszukiwanym rozwi¹zaniom nie jest tu omawiane, ale mo¿na je znaleŸæ w
monografiach z zakresu metod ewolucyjnych, np. [14]. Operacje – na chromosomach –
krzy¿owania i mutacji mo¿na przedstawiæ przyk³adowo jak na rysunku 10.
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Rys. 10. Przyk³ad operacji

krzy¿owania i mutowania

chromosomów. „Osobniki”,

„potomkowie” i „mutanci”, to

zakodowane rozwi¹zania

zadania

Fig. 10. Examples of crossover

and mutation operations on

chromosomes.

The chromosomes (the strings

of genes) are coded solutions

of problem under consideration



Warunkiem procedury kodowania jest, aby ³añcuchy potomków i mutantów by³y na-
dal jakimiœ rozwi¹zaniami problemu.

Na rysunku 11 pokazana jest prosta sytuacja poszukiwania ekstremum nieskompliko-
wanej funkcji: y x x= + + ⋅ ⋅ +0 05 0 2 12 0 12, , sin( , , ), rozwa¿anej na odcinku x∈ (0,1).
Pomijaj¹c naturaln¹ oczywistoœæ znalezienia minimum tej funkcji metodami analitycz-
nymi, mo¿na na przytoczonym przyk³adzie porównaæ sposoby rozwi¹zywania w tra-
dycyjnym ujêciu numerycznym z postêpowaniem ewolucyjnym. Poszukiwanie
wed³ug gradientu funkcji prowadzi do obliczenia wartoœci funkcji w ci¹gu punktów za-
czynaj¹cych siê od przypadkowo wybranego punktu – np. punktu a

1
na rysunku 11 –

przypadek (a), który ewentualnie zakoñczy siê w lokalnym ekstremum funkcji, w pun-
kcie (a

6
), poniewa¿ dalej wartoœci funkcji zaczê³yby znowu rosn¹æ.

Alternatyw¹ jest rozwa¿anie kolejnych generacji rozwi¹zañ. Na wykresie grupy
strza³ek symbolizuj¹ po kilka osobników z trzech rodzin rozwi¹zañ GA: (b), (c) i (d),
które coraz lepiej przybli¿aj¹ minimum. Jak mo¿na siê domyœliæ rozwi¹zania (c) sta-
nowi¹ „potomstwo” „lepszych” rozwi¹zañ (b), a potomstwem tych s¹ z kolei roz-
wi¹zania (d). W kolejnych populacjach rozwi¹zania „gorsze” zaznaczone
gwiazdkami (*) s¹ pomijane przy krzy¿owaniu i mutowaniu, co w efekcie prowadzi
do po¿¹danego wyspecjalizowania siê generowanych osobników.
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Rys.11. Poszukiwanie ekstremum prostej funkcji metod¹ gradientow¹ - ci¹g przybli¿eñ (a)

oraz metod¹ ewolucyjn¹ - ci¹g populacji rozwi¹zañ (b)-(c)-(d)

Fig.11. Searching for the extreme of a simple function by gradient method – a series

of approximations (a), and by evolutionary process – a series of populations (b)-(c)-(d).



Postêpowanie ewolucyjne jest przerywane z chwila spe³nienia pewnego kryterium
zatrzymania procedury. Nastêpuje to albo na podstawie osi¹gniêtej wartoœci funkcji
przystosowania, albo na podstawie innych kryteriów, (np. kryterium maksimum ko-
sztu obliczeñ, kryterium minimalnej szybkoœci poprawy wyniku, kryterium czasu
obliczeñ), [15]. Wynikiem jest wówczas wygenerowanie - w postaci zakodowanej w

strukturze chromosomów - rozwi¹zañ bliskich poszukiwanemu.

W monografiach z zakresu metod ewolucyjnych wymieniane s¹ typowe problemy
obliczeniowe skutecznie rozwi¹zywane metodami algorytmów genetycznych. Jed-
nym z takich zadañ jest problem komiwoja¿era. Chodzi o to, aby przy ustalonej siatce
po³¹czeñ miêdzy miastami i przy znanych cenach przejazdów ustaliæ optymaln¹ trasê
komiwoja¿era. Ma on odwiedziæ ka¿de miasto dok³adnie jeden raz, minimalizuj¹c
jednoczeœnie koszty podró¿y. Podobnym przyk³adem jest zadanie maksymalnego
upakowania plecaka o zadanej objêtoœci, korzystaj¹c ze zbioru elementów o znanej
objêtoœci, kszta³cie i ciê¿arze. Przemawiaj¹ce do wyobraŸni s¹ zadania planowania
produkcji na hali produkcyjnej (ang. job-shop scheduling), wyposa¿onej w maszyny
o okreœlonych mo¿liwoœciach przerobowych, wytwarzaj¹cych okreœlone asortymen-
ty, z mo¿liwoœciami rozmaitej realizacji procesu produkcji poszczególnych elemen-
tów na poszczególnych maszynach, przy za³o¿eniu zachowania kolejnoœci operacji i
wymaganiu ich ukoñczenia na kolejnych stanowiskach. Przy nieco tylko wy¿szej li-
czbie stanowisk (jobs) zadanie robi siê tak pracoch³onne, ¿e – wg [16] – przy 15 ope-
racjach przeszukiwanie kombinacji na komputerze dokonuj¹cym 1000 prób na
sekundê zajê³oby ponad 41 lat, a przy 50, gdyby rozpocz¹æ próby wraz z pocz¹tkiem
wszechœwiata, to do czasów wspó³czesnych nie wysz³oby siê poza znikomy u³amek
procentu wszystkich mo¿liwoœci - rzêdu 1/1039 (!).

W zakresie in¿ynierii l¹dowej istnieje wiele publikacji dotycz¹cych konkretnych za-
stosowañ metod ewolucyjnych. Szereg opracowañ dotyczy organizacji ruchu czy
planowania i optymalizacji po³¹czeñ drogowych, programowania napraw, rehabilita-
cji, modernizacji nawierzchni, itp., [17]. GA stosowano tak¿e celem rozplanowania
przekrojów stali zbrojeniowej w konstrukcji ¿elbetowej, [18].

Jedno z pierwszych in¿ynierskich zastosowañ GA mia³o miejsce prawdopodobnie
przy okazji projektowania kratownic - Goldberg i Samtani 1986, [19]. Wydaje siê, ¿e
s¹ to nadal najbardziej typowe zastosowania in¿ynierskie GA. Dotycz¹ one nie tylko
projektowania optymalnej gruboœci przekrojów prêtów kratownic statycznie niewy-
znaczalnych, ale nawet optymalizacji topologii kratownicy. Na rysunku 12 pokazano
przyk³ad takiej zamiany topologii w wyniku procesów adaptacyjnych, wg [20].
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5. PODSUMOWANIE

Omówione tu, wybrane metody SI pozwalaj¹ na efektywne poszukiwanie rozwi¹zañ
bez- lub z bardzo ograniczonym wykorzystaniem modeli stanowi¹cych wynik prze-
myœleñ in¿yniera.

W zagadnieniach tradycyjnych, w których znane s¹ zadowalaj¹ce sposoby prowa-
dzenia obliczeñ korzystanie z metod SI mo¿e nie byæ uzasadnione. Jednak przy
gwa³townie komplikuj¹cej siê ró¿norodnoœci nowoczesnych rozwi¹zañ mate-
ria³owych i konstrukcyjnych metody sztucznej inteligencji otwieraj¹ nowe, praktycz-
ne mo¿liwoœci uzyskiwania wartoœciowych rozwi¹zañ in¿ynierskich.

Metody SSN pozwalaj¹ przewidywaæ wektory odpowiedzi (reakcje) towarzysz¹ce
zadanym wartoœciom wejœciowym wektorów przyczyn (impulsów), podczas gdy
metody MUM pozwalaj¹ w sposób automatyczny odgadywaæ zasady opisuj¹ce ba-
dane procesy. Zarówno metody SSN, MUM jak i GA mog¹ byæ ³¹czone w formie
rozwi¹zañ hybrydowych, o interesuj¹cych, jakkolwiek na ogó³ jeszcze nie rozpozna-
nych mo¿liwoœciach.
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Rys.12. Przyk³ad zadania optymalizacji topologii i pól przekrojów wspornikowej kratownicy

15-prêtowej. Pokazana jest konfiguracja wyjœciowa i rozmieszczenie prêtów w dwóch

stanach poœrednich, (wg [20])

Fig.12. An example of a problem of the truss topology optimization. Observed can be

the initial configuration of the truss layout and two intermediate states, (according to [20])
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ON POSSIBILITIES OF APPLICATION OF ARTIFICIAL
INTELLIGENCE METHODS IN CIVIL ENGINEERING

Abstract

Described are possibilities of Civil Engineering applications of computing methods originating

in so called Artificial Intelligence. The three basic concepts are Artificial Neural Networks,

Machine Learning and Genetic Algorithms. In case of all these solutions the user is not obliged

to bother about the model of the process or phenomenon, because the system itself gains the

knowledge from examples. It can generate thereupon answers in form of the unknown values

of the attributes, classification of new examples of the same format or formulation of rules

(hypotheses, generalisations) concerning the process under consideration. More details are

given in relation to the applied solutions of Fuzzy ARTMAP and ML program AQ19.
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